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Resumo Kernels são ferramentas utilizadas para modelar não-linearidades
em dados, desempenhando um papel principal em modelos como SVMs.
A otimização de seus parâmetros para se ajustar a cada conjunto de
dados é um desafio frequentemente enfrentado. Este problema é usual-
mente dirimido usando validação cruzada, técnica baseada no cálculo de
desempenho sobre uma faixa de valores, não levando em consideração
informações diretas sobre a disposição dos dados. Este trabalho propõe
uma abordagem alternativa, baseada na estimativa de densidades, sob a
qual se analisa a estrutura do conjunto de dados, possibilitando assim o
projeto de um kernel adequado para cada problema.

Palavras-Chave: Classificação, Kernel RBF, SVM, Estimativa de Den-
sidades

1 Introdução

O ajuste de parâmetros em métodos de aprendizado indutivo é usualmente des-
crito como um problema de otimização de mútiplas funções-objetivo, relaciona-
das ao ajuste do modelo a um conjunto de dados amostrados (erro) e à comple-
xidade da função utilizada para descrever o modelo. Do ponto de vista prático,
uma função representativa da complexidade, que descreva a dimensão V-C do
modelo [1], deve ser escolhida para viabilizar o cálculo do ajuste de complexi-
dade. A norma do vetor de pesos é usualmente utilizada como medida indireta
da complexidade, já que a mesma está relacionada à margem de separação entre
as classes definidas em problemas de classificação de padrões.

Há na literatura várias abordagens para o tratamento do problema de bi-
objetivo, caracterizado pelas funções de erro e de norma do vetor de parâmetros,
tais como a otimização Multi-objetivo de Redes Neurais [2] e a otimização com
restrição adotada no treinamento de Máquinas de Vetores de Suporte (SVM)
[1]. Qualquer que seja a abordagem adotada, o modelo final sempre dependerá
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de uma terceira função objetivo que descreverá a estratégia de decisão para a
seleção final do modelo, sendo que não existe prova formal de qual deva ser o
melhor critério de decisão a ser adotado.

Uma estratégia de decisão frequentemente adotada, particularmente no trei-
namento de SVMs, é a utilização de validação cruzada que, apesar de eficiente
em vários problemas, é também dependendente do tamanho da amostra e da sua
representatividade. Assim, não há um critério geral que defina de maneira clara
um método universal para a seleção de modelos, problema este caracterizado
como um ”dilema”no ajuste de modelos baseados em dados (”bias and variance
dilemma”[3]). Não obstante, há na literatura da área uma busca constante por
métodos de treinamento autônomos ou que tenham menor dependência do usuá-
rio na inicialização de parâmetros ou escolha do critério para a seleção final do
modelo [4, 5].

Este trabalho descreve um método para ajuste de parâmetros da função
de kernel de modelos SVM, especificamente a largura de base de funções de
kernel radiais, o qual é baseado no comportamento das projeções das funções de
similaridade calculadas com base nestes kernels, para problemas de classificação
binária. O método é baseado no algoritmo de estimativa de densidades KDE
(Kernel Density Estimator) [6, 7]. Partindo-se da estrutura dos dados, podemos
encontrar um parâmetro que separe as amostras de classes distintas, ainda assim
mantendo a capacidade de generalização do modelo, permitindo a discriminação
efetiva das classes. Este método é apresentado como uma alternativa a métodos
que não consideram informações da disposição das amostras, como validação
cruzada [8].

O artigo apresenta, primeiramente, o Método Kernel e o Kernel RBF, alvo
deste trabalho, na seção 2. O método KDE é coberto na seção 3, que descreve
também o espaço de verossimilhanças, componente essencial do trabalho. A se-
ção 4 percorre o algoritmo SVM, utilizado para aplicar a técnica proposta. As
seções 5 e 6 expõem a metodologia do trabalho e os resultados obtidos, e, por
fim, a seção 7 apresenta as conclusões.

2 Método Kernel

Em um problema de classificação, dados são estruturados sob diversos per-
fis. Devido a esta diversidade, muitas vezes é necessário lidar com dados não-
linearmente separáveis.

Para um espaço d-dimensional, uma função g(x) de discriminação linear pode
ser definida a partir de um vetor x = x1, x2, ..., xd, de forma geral, de acordo
com a Equação 1.

g(x) = w0 +

d∑
i=1

wixi, (1)

onde w0, w1, ..., wd são componentes de um vetor de pesos w, como descrito
em [9]. Um problema é não-linearmente separável se não existe um vetor w que



consiga classificar corretamente todas as amostras. O método kernel é então uma
ferramenta utilizada para mapear os dados do espaço de entrada para um espaço
onde este conjunto de coeficientes w exista, sendo posśıvel separá-los.

Um kernel consiste em uma função de mapeamento, com a qual pode-se obter
relações entre amostras no espaço transformado, sem que se tenha a necessidade
de explicitá-lo [10]. Dentre vários tipos de kernels, o kernel de base radial (Ra-
dial Basis Function - RBF ) é muito usado, utilizando uma função Gaussiana,

de forma K(x1,x2) = exp(− ||x1−x2||2
2σ2 ) [11], para calcular a similaridade entre

duas amostras. Para isto, é calculado o valor da distância entre as amostras no
espaço de entrada, e, utilizando um parâmetro σ, chamado largura de base da
função Gaussiana, define-se a relação entre a distância Euclidiana e o valor de
similaridade. Assim, por meio de uma função não-linear, conseguimos modelar
não-linearidades em dados.

SVMs, por utilizarem uma função linear como superf́ıcie de separação, fazem
uso intenso de kernels para contornar não-linearidades. Neste modelo, o processo
de treinamento precisa encontrar o parâmetro σ que melhor se ajusta à base de
dados que se deseja classificar, diminuindo o erro de teste.

A largura do kernel utilizado, caso muito pequena, pode causar overfitting,
em que o modelo se especializa no conjunto de treinamento [9]. Nesta situação,
o desempenho para o treinamento é bom, mas o modelo terá uma capacidade
de generalização muito limitada, acarretando em um alto erro para o conjunto
de teste. Por outro lado, ao se utilizar um valor de largura muito alto, o modelo
se tornará pouco descritivo, perdendo informações espećıficas sobre grupos de
dados.

Deve-se então encontrar o valor ótimo de largura para cada base de dados
visando evitar estas duas situações, definindo o kernel que descreva bem as ca-
racteŕısticas do conjunto e mantenha a capacidade de generalizá-lo, descrevendo
também amostras desconhecidas ao processo de treinamento.

3 Estimador de Densidades Kernel

Uma função de kernel também pode ser aplicada para estimar densidades de
probabilidade de uma distribuição de dados. Na técnica de Estimativa de Den-
sidades Kernel (KDE), atribuindo-se uma função Gaussiana d-dimensional com
centro em cada amostra, podemos combiná-las de forma a sintetizar uma função
densidade de probabilidade para o grupo de amostras [6].

Assumindo independência e o mesmo raio σ para todas as dimensões, a esti-
mativa de densidade pelo KDE Gaussiano em um determinado ponto arbitrário
xi pode ser obtida por meio da soma dos produtos acumulados em todas as di-
mensões para todos os padrões do conjunto de amostras, conforme a Equação 2
a seguir:

f̂h(xi) =
1

N

N∑
k=1


d∏
j=1

1

σ
e
−
(
xij−xkj

σ

)2

 (2)



onde f̂h(x) é o valor da função de densidade em x, N é o tamanho da amostra
e d o número de dimensões de entrada.

O produtório da Equação 2 pode ser escrito como

1

σd
e−

(xi−xk)
2

σ2

Assim, a Equação 2 pode ser reescrita como na Equação 3.

f̂h(xi) =
1

Nσd

N∑
k=1

e−
(xi−xk)

2

σ2 (3)

O somatório da Equação 3 corresponde à soma de todos os elementos de uma
linha (ou coluna) da matriz de kernel Gaussiano K(xi,xk) = [kij ] com raio σ,
podendo a mesma ser reescrita na forma da Equação 4 [6].

f̂h(xi) =
1

Nσd

N∑
k=1

K(xi,xk) (4)

Assim, para se obter o valor da função de densidade estimada pelo KDE com
função de kernel Gaussiana em um ponto arbitrário xi, basta somar todas as
colunas da matriz de kernel Gaussiana com parâmetro σ na linha i e dividir
pelo produto Nσd. Portanto, assumindo-se independência entre as variáveis de
entrada e um único raio σ para todas as dimensões, a densidade estimada pelo
KDE para um padrão arbitrário xi pode ser obtida diretamente a partir da
matriz de kernel K. O problema de estimativa da densidade f̂h(xi) segundo a
Equação 4 se resume a encontrar então o valor de σ que satisfaça a alguma
restrição ou função-objetivo.

Em problemas de classificação, uma vez estimadas as densidades de um de-
terminado conjunto, teremos a probabilidade das amostras pertencerem a cada
classe. Com esta informação, podemos mapeá-las a um novo espaço. Neste es-
paço, cada eixo representa a probabilidade da amostra pertencer a cada uma das
classes. Este espaço é chamado espaço de verossimilhanças, uma vez que mapeia
cada amostra de acordo com a verossimilhança desta pertencer a cada classe.
A Figura 1b ilustra este espaço para o problema das espirais [12] mostrado na
Figura 1a, discriminando as amostras pertencentes a cada uma das classes e
utilizando KDE com valor de σ igual a 0, 27.



(a) Problema não linearmente separável no
espaço de entrada

(b) Projeção dos dados no espaço de veros-
similhanças, utilizando KDE com σ = 0, 27

Figura 1: Exemplo de um problema não linearmente separável projetado no es-
paço de verossimilhanças

4 Máquinas de Vetores de Suporte

Dado o conjunto de dados linearmente separável S = {(xi,yi) | i = 1 . . . N},
onde yi ∈ {+1,−1} representa o rótulo da classe de cada padrão xi ∈ Rn,
um hiperplano ótimo pode ser definido através de uma função linear f (x) =
sgn

(
wTx + b

)
, onde w ∈ Rn é o vetor normal, b ∈ R representa o bias e sgn(·) é

uma função sinal. A função f (x) produz a maior margem de separação entre as
amostras das classes [13, 14]. O problema de aprendizado pode ser dado como
um problema de otimização, onde os parâmetros que deverão ser encontrados,
w e b respectivamente, são aqueles que maximizam a margem e asseguram que
todas as amostras do conjunto de treinamento sejam corretamente classificadas.
A equação do hiperplano de separação é dada como wTx + b = 0 conforme
[15], sendo que a distância entre o hiperplano de separação determinado por
(w, b) e o padrão de entrada x mais próximo definem a margem de separação. A
classificação dos padrões é dada por sua posição em relação ao hiperplano [15],
como é mostrado a seguir{

wTxi + b ≥ 0, yi = +1
wTxi + b < 0, yi = −1

(5)

Os padrões onde primeira e a segunda expressão da Equação 5 são satisfeitos
com uma igualdade são chamados de vetores de suporte.

No caso em que o conjunto S não é linearmente separável, é introduzido um
conjunto de variáveis escalares não negativas (ξ)Ni=1, onde N é o tamanho do



conjunto de dados de entrada. De acordo com [15], a definição para o hiperplano
de margem flex́ıvel pode ser definida como

yi(w
Txi + b) ≥ 1− ξi, i = 1, ..., N, (6)

onde ξ é uma variável de folga. O objetivo do treinamento é encontrar um hiper-
plano que tenha o menor erro de classificação dos dados de entrada. Isso pode
ser feito através da minimização da função

min
(w,b,ξ)

1

2
wTw + C

N∑
i=1

ξi (7)

sujeito a, yi[w
TΦ(xi) + b] ≥ 1− ξi,

ξi ≥ 0

onde Φ(·) é a função de mapeamento (kernel), e C controla o tradeoff entre a
complexidade da máquina e o número de padrões que podem violar a restrição
imposta pela Equação 7.

5 Método Proposto

O método de estimativa KDE define um valor de probabilidade condicional a
uma dada classe em um dado ponto calculando a média das probabilidades rela-
cionadas a cada amostra de treinamento pertencente a esta classe. Este trabalho
define um valor de semelhança de uma amostra a uma classe de forma aná-
loga: para um ponto arbitrário xi, o valor de semelhança B(xi, Ck) para uma
dada classe Ck é a média dos valores de similaridade deste ponto a todas as N
amostras de treinamento pertencentes a esta classe, calculados usando kernels
RBF.

B(xi, Ck) =
1

N

N∑
j=1

K(xi,xj) =
1

N

N∑
j=1

exp(−||xi − xj ||2

2σ2
) (8)

Utilizando a Equação 8, calcula-se a semelhança das amostras de treinamento
às classes, mapeando-as para um espaço de semelhanças análogo ao espaço de
verossimilhanças, onde cada eixo representa a semelhança de uma amostra a uma
dada classe. Ao alterar a largura de base σ do kernel aplicado, pode-se observar o
comportamento das amostras mapeadas neste espaço para que se possa otimizar
σ.

Com os dados mapeados, calcula-se as médias das semelhanças associadas
a cada classe. Um ponto médio de uma dada classe neste espaço representa a
semelhança média de uma amostra, sabidamente pertencente a esta classe, a
cada uma das classes existentes, incluindo a própria. Calcula-se assim um valor
de similaridade das classes entre si. A similaridade de uma classe Ci, com N
amostras, a uma classe Cj é definida na Equação 9.



Sim(Ci, Cj) =
1

N

N∑
k=1

B(xk, Cj) (9)

Torna-se posśıvel expressar os valores de similaridade de uma classe a si
própria e a todas as demais como um vetor no espaço de semelhanças. Define-
se V1 e V2 os vetores que descrevem as similaridades para um problema de
classificação binária como

V1 =

[
Sim(C1, C1)

Sim(C1, C2)

]

V2 =

[
Sim(C2, C1)

Sim(C2, C2)

]
No espaço de semelhanças, define-se primeiramente a distância Euclidiana

||V1−V2||. Esta distância possui um valor expressivo em situações onde as clas-
ses são claramente definidas, ou seja, a semelhança B(·) da maioria das amostras
à própria classe é bem superior à semelhança destas a outras classes. Com o au-
mento da largura σ, a exemplo das funções densidade de probabilidade com o
KDE [6], as semelhanças se tornam mais distribúıdas, aproximando as classes.
Assim, V1 e V1 se aproximam, levando à diminuição da distância Euclidiana.
Por outro lado, em valores muito baixos de σ, cada amostra de treinamento
terá apenas o valor de semelhança à própria classe enquanto a semelhança a
outras classes é nula. Apesar de parecer ideal, esta situação é indesejada, pois se
perde capacidade de generalização para amostras não presentes no conjunto de
treinamento, caracterizando o overfitting.

Figura 2: Vetores V1 e V2 ilustrados no espaço de semelhanças



Devido a este problema, introduz-se uma segunda medida, que consiste no
cosseno do ângulo θ entre os vetores V1 e V2. V1, V2 e θ são ilustrados na
Figura 2.

Quando ocorre o overfitting, percebe-se que o cosseno é nulo ou ao menos
muito próximo de zero, já que o ângulo θ entre os vetores será muito próximo
de 90°. Com o aumento da largura de base do kernel, haverá valores não-nulos
de semelhança entre amostras e classes que não a própria, determinando um
valor também não-nulo de cos θ. Nesta situação, o modelo ganha capacidade
de generalização, admitindo a presença de novas amostras além do conjunto de
treinamento.

Define-se então a função de distância D(V1,V2) entre duas classes, calculada
a partir dos pontos médios, de acordo com a Equação 10.

D(V1,V2) = ||V1 −V2|| · cos θ (10)

O valor da distância entre classes é, então, o produto entre os dois termos,
representando a distância Euclidiana entre as médias e o cosseno entre V1 e V2.

O processo de otimização de σ se resume a encontrar o compromisso entre os
termos de separação das classes, ||V1 −V2||, e de capacidade de generalização
do modelo, cos θ, maximizando a função de distância D(V1,V2). O problema
de encontrar o valor máximo do produto destes dois objetivos conflitantes pode
ser interpretado como uma faceta do dilema viés-variância [3], onde se deseja
maximizar a separação entre classes, mas ao mesmo tempo obter um modelo
descritivo o suficiente para novas amostras.

Uma vez obtidas as similaridades, a função apresentada é computacional-
mente calculada de forma eficiente: para dois vetores d-dimensionais no espaço
Rd, o cosseno entre eles é igual ao produto escalar destes vetores dividido pelo
produto das normas [16].Podemos então reescrevê-la como na Equação 11.

D(V1,V2) =
V1 ·V2

||V1|| · ||V2||
· ||V1 −V2|| (11)

Os vetores V1 e V2 são dependentes apenas das semelhanças dos dados de
entrada às classes. O cálculo das semelhanças para um dado conjunto de treina-
mento, por sua vez, recebe apenas um parâmetro: a largura da base do kernel
utilizado. Assim sendo, podemos interpretar a função de distâncias D(V1,V2)
como uma função de dissimilaridade S(X,σ), sendo σ a largura do kernel e X os
dados de treinamento, juntamente aos rótulos.

Para encontrarmos, então, o valor ótimo de largura σ∗ dado um conjunto de
treinamento X, temos um problema de otimização unidimensional, formalizado
na Equação 12, onde devemos maximizar a dissimilaridade entre as classes.

σ∗ = arg max
σ

S(X,σ) (12)

Evidências baseadas nos dados utilizados neste trabalho indicam que a função
S(·) possui comportamento unimodal.



6 Resultados

Para validar o método proposto, serão utilizados dois classificadores SVM, uti-
lizando kernels RBF encontrados de maneiras distintas. Neste trabalho, estes
classificadores serão denominados Classificador 1 e Classificador 2. No Clas-
sificador 1, ambos σ e C foram otimizados via validação cruzada. Já no Classifi-
cador 2, σ foi encontrado utilizando o método proposto neste trabalho, enquanto
apenas C foi encontrado via validação cruzada após definido σ.

Foram utilizadas 18 bases reais. A base ”Appendicitis data set” foi encon-
trada no repositório KEEL-datasets [17] e a base ”Breast Cancer Hess Probes”,
encontrada em [18]. As demais bases foram obtidas do repositório UCI [19]. Para
avaliação, mediu-se acurácia de cada classificador nestes dados. Para a valida-
ção cruzada, escolheu-se os parâmetros utilizando a acurácia como métrica de
referência. Em seguida, foi executado o teste estat́ıstico de Wilcoxon para se
averiguar se os classificadores são equivalentes.

As bases ”segmentation” e ”glass” não são, originalmente, problemas de clas-
sificação binária, de forma que foram transformadas em problemas ”1 contra
todos”, como descrito em [20].

Tabela 1: Acurácia dos classificadores
Base Classificador 1 Classificador 2

appendicitis 86,818 ± 9,989 87,818 ± 9,727
australian 85,797 ± 4,773 86,377 ± 4,223
banknote 100,000 ± 0,000 100,000 ± 0,000
breastcancer 96,345 ± 2,414 96,775 ± 1,808
breastHess 82,637 ± 10,119 81,868 ± 10,866
bupa 68,412 ± 8,203 68,966 ± 11,087
climate 91,667 ± 4,880 95,741 ± 3,387
diabetes 76,822 ± 4,548 76,558 ± 4,456
fertility 88,000 ± 4,216 87,000 ± 4,830
german 75,600 ± 3,307 75,400 ± 4,142
glass 96,255 ± 2,991 96,234 ± 3,745
haberman 72,849 ± 7,568 71,903 ± 6,846
heart 83,704 ± 9,272 83,704 ± 8,765
ILPD 71,334 ± 6,338 70,629 ± 6,354
ionosphere 94,865 ± 3,518 94,873 ± 3,241
parkinsons 89,237 ± 7,723 91,237 ± 6,030
segmentation 98,095 ± 2,459 99,048 ± 2,008
sonar 80,810 ± 9,712 88,024 ± 5,558

6.1 Acurácia

Na tabela 1 estão os resultados de acurácia dos classificadores.Vemos que a
difereça entre o desempenho de uma SVM com seus parâmetros calculados por
ambos os métodos foi muito baixa. O método proposto no Classificador 2 teve,



inclusive, desempenho melhor que a validação cruzada em algumas bases, como
”climate” e ”sonar”.

6.2 Teste Estat́ıstico de Wilcoxon

O teste estat́ıstico de Wilcoxon se baseia nas diferenças entre o desempenho
de dois classificadores em uma série de bases de dados. A partir dos rankings
dos valores absolutos das diferenças, bem como qual classificador teve melhor
performance em cada base, calcula-se o valor Z, como descrito em [21]. Para
um ńıvel de significância de 0,05, a hipótese nula pode ser descartada caso Z <
−1, 96 [21].

Com os valores de acurácia dos classificadores, o valor Z calculado foi de
−1.0083. Assim, verificamos que não se pode descartar a hipótese nula, o que
mostra que a diferença entre os classificadores não é significante.

7 Conclusões

A abordagem alternativa proposta neste trabalho se mostrou promissora. Par-
tindo de valores de similaridade entre amostras calculados pelo kernel RBF,
definiu-se a função de semelhança de amostras a classes, chegando à medida de
similaridade entre classes. Desta medida, introduziu-se a função de dissimilari-
dade S(·), que pôde ser utilizada para a otimização do kernel.

Como o cálculo de similaridades é feito do grupo de treinamento para ele
próprio, sem a presença de um grupo diferente para validação, há alto risco de
haver overfitting. A medida do cosseno se mostrou uma boa solução ao problema.
Como o modelo deve ser capaz de descrever dados desconhecidos, admite-se às
amostras similaridades não-nulas a amostras de classes sabidamente incorretas.
Assim, com a representação das classes em vetores, definiu-se a função de dis-
tância entre classes, com a qual, a partir do produto de seus dois termos, foi
posśıvel encontrar uma solução para o projeto do kernel.

Como visto nos testes executados em 18 bases de dados reais, a acurácia
de um classificador SVM utilizando o método proposto foi próxima à acurácia
do mesmo classificador usando validação cruzada. Este desempenho se manteve,
inclusive, em bases desbalanceadas, como a base ”diabetes”, em que o número
de amostras de uma classe excede a outra em mais de 80%, e também em bases
com muitas dimensões, como é o caso da base ”sonar”, que possui 60 caracte-
ŕısticas. Como as similaridades entre classes são calculadas com base na média
das semelhanças das amostras, há um efeito de normalização, o que explica o
procedimento não se degradar em bases desbalanceadas.

Além disso, o teste estat́ıstico de Wilcoxon mostrou que a diferença entre os
classificadores para as bases utilizadas é insignificante, o que mostra coerência na
utilização do método para se encontrar σ de acordo com informação presente na
disposição dos dados, não sendo necessária a estimativa baseada na performance
de modelos em um conjunto de validação.
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