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Resumo Este artigo tem como objetivo apresentar o desenvolvimento
de uma estratégia de implementação de Redes Neurais Artificiais (RNA)
do tipo Perceptron de Múltiplas Camadas, Multilayer Perceptron (MLP),
treinada com algoritmo de Backpropagation (BP), em microcontrolado-
res (µC) de 8-bits. Esta estratégia busca viabilizar a utilização de RNA-
MLP-BP em Sistemas Embarcados (SE) de baixo consumo e custo como
µC de 8-bits. Todos os detalhes da estratégia de implementação são apre-
sentados, bem como resultados para várias configurações da RNA uti-
lizada. Os resultados mostram que processadores de baixo consumo e
velocidade podem trabalhar com MLP-BP em várias aplicações que não
precisam de um tempo de resposta curto.

Keywords: Redes Neurais, Microcontroladores, Perceptron de Múlti-
plas Camadas, MLP, 8-bits

1 Introdução

A plataforma de hardware chamada de microcontrolador (µC) tem sido aplicada
em várias áreas como automação industrial, controle, equipamentos de medição,
eletrônica de consumo e outras. É posśıvel até afirmar que existe uma crescente
demanda da utilização dessas plataformas, principalmente em setores emergen-
tes como Internet das Coisas (Internet of Things - IoT), Smart Grid, Machine
to Machine (M2M) e outros. Os µCs podem ser classificados como plataformas
de hardware programáveis que permitem a utilização de Sistemas Embarcados
(SEs) para aplicações espećıficas. É importante entender que os µCs são na mai-
oria formados por um microprocessador (µP) de uso geral (General Purpose
Processor - GPP) de 8, 16 ou 32 bits acoplado a vários periféricos de hardware
internos como memória RAM (Random Access Memory), memória flash, con-
tadores, geradores de sinal, protocolos de comunicação, conversores analógico
digital e outros. Na maioria dos produtos, hoje dispońıveis, os µC são de 8-bits
com um baixo poder de processamento e armazenamento. Todavia, esses dispo-
sitivos possuem baixo consumo e custo quando comparado a outras plataformas
de hardware o que o viabiliza em várias aplicações [19,8].
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O uso de sistemas inteligentes com Redes Neurais Artificiais (RNA) embar-
cados em hardware para aplicações de tempo real tem sido alvo de investigação
por vários grupos [11,13,17,16,12]. Grande parte dos estudos são motivados em
face da demanda crescente da utilização de técnicas de Inteligência Artificial
em IoT, M2M e outros. Um dos grandes problemas associados à complexidade
computacional referente à RNA, principalmente à rede do tipo Perceptron de
Múltiplas Camadas (Multilayer Perceptron - MLP), que possui várias opera-
ções de multiplicação e funções não lineares [11,13,17]. Além do processamento
direto entre entrada e sáıda, a rede MLP possui também um algoritmo de trei-
namento associado para encontrar os ganhos ótimos da rede [7]. Caso o processo
de treinamento também seja realizado em tempo real (treinamento on line) a
complexidade será aumentará bastante, elevando o tempo de processamento e a
capacidade de armazenamento necessária, do hardware utilizado [11,13,17]. Exis-
tem vários algoritmos de treinamento e neste trabalho será utilizado o algoritmo
da retropropagação (Backpropagation - BP) [7].

Na literatura existem vários trabalhos que focam na utilização da RNA do
tipo MLP-BP para aplicações em tempo real com µCs. Dentre os vários trabalhos
encontrados na literatura destacam-se os apresentados em [5,15,4,14,3,20]. Nos
trabalhos apresentados em [5,15,4] são propostas aplicações nos quais o MLP-BP
é implementado em microcontroladores, apesar de apresentarem bons resultados
nenhum estudo de ocupação e tempo de processamento é feito para vários parâ-
metros da rede MLP. Já nos artigos [14,3,20] são apresentados alguns resultados
relativos a tempo de processamento todavia não são realizados testes de tempo
em função do número de neurônios e também os tempos associados a utilização
ou não do algoritmo de treinamento em tempo real.

Assim, este trabalho tem como objetivo propor uma implementação da rede
MLP treinada com o algoritmo BP em µC de 8 bits para proporcionar seu uso
em várias aplicações. Além da proposta de implementação, foram analisados
parâmetros como o tempo de processamento e a capacidade de armazenamento
para vários parâmetros como o número de neurônios na camada escondida e a
utilização ou não do algoritmo de treinamento em tempo real. Juntamente com
os resultados de tempo de processamento e capacidade de armazenamento foram
realizados testes de validação do MLP-BP em técnica de HIL ( Hardware-in-the-
Loop) [18]. Os resultados mostraram que é posśıvel utilizar a rede MLP treinada
com o BP em µCs de 8-bits em várias aplicações apresentadas na literatura,
principalmente em aplicações de tempo real.

2 Proposta de Implementação

A Figura 2 detalha, em diagrama de blocos, os módulos que compõem a imple-
mentação do MLP-BP para µCs proposto neste artigo. A implementação tem
como referência a proposta apresentada em [6] no qual, o MLP-BP é codificado de
forma matricial simplificando e modularizando as operações de propagação direta
(feedforward) e a operação de treinamento associada ao backpropagation.Como
apresentado na Figura 2 o MLP-BP, aqui implementado, é formado por quatro
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módulo principais chamados de Input Random Permutation Module (IRPM),
Feedforward Module (FFM− k), Error Module (EM) e Backpropagation Module
(BPM − k), nos quais a variável k representa a camada (k = 0 para a camada
de entrada). A implementação apresentada aqui utiliza duas camadas, mas pode
ser facilmente estendida para mais camadas e os módulos serão detalhados nas
próximas subseções.

Figura 1. Diagrama de blocos detalhando os módulos da implementação do MLP-BP

2.1 Variáveis associadas

A implementação é formada basicamente por quatro variáveis principais que são
passadas como referência entre os módulos. São elas a matriz de entrada, Y0 (n),
expressa como

Y0 (n) =
[
y0
1 (n) ,y0

2 (n) , . . . ,y0
s (n) , . . . ,y0

N (n)
]

(1)

na qual n representa o número da iteração, N representa o número de amostras
de um dado conjunto de treinamento e ys a s-ésima amostra expressa como

y0
s (n) =

[
y0s1 (n) , y0s2 (n) , . . . , y0sP (n)

]T
(2)

onde, P é o número de entradas da MLP. A matriz de pesos da k-ésima camada,
Wk (n), caracterizada como
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
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onde Hk representa o número de neurônios da k-ésima camada e wk
ij(n) é o

peso associado ao i-ésimo neurônio, da j-ésima entrada da k-ésima camada no
n-ésimo instante. A matriz de sáıda, Y (n), expressa como

YL (n) =
[
yL
1 (n) ,yL

2 (n) , . . . ,yL
s (n) , . . . ,yL

N (n)
]
, (4)

onde ys (n) é a sáıda associada a s-ésima amostra da entrada xs (n), que é
expressa como

yL
s (n) =

[
xLs1 (n) , xLs2 (n) , . . . , xLsM (n)

]T
(5)

onde M é o número de neurônios de sáıda. Finalmente, a variável D (n), que
representa a matriz de valores desejados da matriz de entrada, X (n), que pode
ser expressa como

D (n) = [d1 (n) ,d2 (n) , . . . ,ds (n) , . . . ,dN (n)] (6)

onde d2 (n) é o vetor de valores desejados referente à s-ésima amostra da entrada
xs (n), que é expresso como

ds (n) = [ds1 (n) , ds2 (n) , . . . , dsM (n)]
T
. (7)

Para uma rede de duas camadas, W1 (n) representa a matriz de pesos da camada
escondida (H0 = P ) e W2 (n) a matriz de pesos da camada de sáıda (H2 = M)
no n-ésimo instante.

Além destas matrizes, outras são criadas com o objetivo de propagar a infor-
mação entre os módulos e realizar todas as operações necessárias do MLP-BP.
É importante destacar que a proposta aqui implementada levou em considera-
ção vários aspectos importantes relativos à otimização do tamanho do código
(redução na ocupação da memória de programa), otimização do uso de variá-
veis (redução da ocupação de memória RAM) e otimização das operações para
reduzir o processamento do BP. Como apresentado em [10,1,2], a otimização do
tamanho do código e a otimização das variáveis contribui também para a redução
do processamento.

2.2 Feedforward Module - (FFM − k)

Este módulo tem a função de realizar a operação de propagação direta da MLP-
BP em cada k-ésima camada durante cada n-ésima iteração. As iterações do
algoritmo podem trabalhar em modo batch apenas configurando N > 1. Em
cada k-ésimo FFM − k (k-ésima camada) é realizada a seguinte expressão

Yk (n) = ϕ
(
Wk (n) Yk−1 (n)

)
(8)

na qual Yk−1 é a sáıda da camada anterior, no qual, Y0, é a entrada da MLP
e ϕ (·) é a função de ativação da k-ésima camada. Observa-se que as sáıdas
associadas às camadas intermediárias também devem ser armazenadas durante a
execução do algoritmo, para sua utilização na etapa de treinamento. O Algoritmo
1 descreve o pseudocódigo do módulo FFM− k em mais detalhes onde a função
prodMatrix () deve implementar o produto matricial entre Wk (n) e Yk−1 (n) e
armazena a resposta em Yk (n) e a função actFun () deve aplicar a função de
ativação elemento a elemento da Yk (n) e armazenar a resposta nela mesma.
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Algoritmo 1 Algoritmo do módulo FFM − k

1: função FFM− k(Wk (n),Yk−1 (n),Yk (n))
2: prodMatrix

(
Wk (n) ,Yk−1 (n) ,Yk (n)

)
3: actFun

(
Yk (n)

)
4: fim função

2.3 Error Module - (EM − k)

O módulo EM − k é responsável por calcular o erro entre o valor de referência
armazenado na matriz D(n) e sáıda do neurônio da última camada L, ou seja,

E (n) = D (n) − YL (n) (9)

O Algoritmo 2 descreve o pseudocódigo do módulo EM cuja função difMatrix ()
deve implementar a diferença elemento a elemento entre duas matrizes e arma-
zenar a resposta na matriz E (n).

Algoritmo 2 Algoritmo do módulo EM

1: função EM(YL (n),D (n),E (n))
2: difMatrix

(
YL (n) ,D (n) ,E (n)

)
3: fim função

2.4 Backpropagation Module - (BPM − k)

Finalmente, o módulo BPM − k que tem como função calcular os novos valores
das matrizes de pesos, Wk (n), associadas à L camadas da rede. A expressão de
atualização da k ésima camada pode ser expressa como

W(k) (n+ 1) = W(k) (n) +∆W(k) (n) (10)

onde

∆W(k) (n) =
η

N
gk (n)

[
−1

Yk−1 (n)

]T
+ α∆W(k) (n− 1) , (11)

no qual η é fator de aprendizado, α é coeficiente de esquecimento e gk (n) pode
ser expresso como

gk (n) =

{
prod

(
ϕ′
(
Yk (n)

)
,E (n)

)
para k = L

zk (n) para 1 ≤ k < L
(12)

onde

zk (n) = prod

(
ϕ′
([

−1
Yk (n)

])
,
[
W(y) (n)

]T
g(k+1) (n)

)
(13)
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e

zk (n) =

[
z
(k)
11 (n) z

(k)
12 (n) . . . z

(k)
1N (n)

z(k) (n)

]
. (14)

A função prod(A,B) é o produto elemento a elemento das matrizes e ϕ′(·) é a
derivada da função de ativação.

2.5 Operações Básicas da Proposta

No Algoritmo 3 é demonstrado o procedimento para calcular o produto matri-
cial da implementação, sendo colunas1,colunas2 e linhas1, o número de linhas
e colunas da matriz 1 e o número de colunas da matriz 2, respectivamente. É
importante ressaltar que todos os algoritmos foram implementados utilizando
aritmética de ponteiros. Dessa forma, o consumo de memória é bastante redu-
zido. Todas as matrizes envolvidas são do tipo ponto flutuante.

Algoritmo 3 Algoritmo do módulo produto matricial prodMat()

1: função prodMatrix(matriz1,matriz2,matrizresultado, linhas1, colunas1, colunas2)
2: linha, coluna, ı́ndice, acumula
3: para linha = 1 até o número de linhas da matriz-1 faça
4: para coluna = 1 até o número de colunas da matriz-2 faça
5: acumula = 0
6: para ı́ndice = 1 até o número de colunas da matriz-1 faça
7: acumula = acumula + matriz-1[linha][́ındice]*matriz-2[́ındice][coluna]
8: fim para
9: matriz-3[linha][coluna] = acumula

10: fim para
11: fim para
12: fim função

Já no Algoritmo 4 é demonstrado o modelo para a operação de produto
matricial ponto a ponto. O algoritmo é utilizado para as somas, produtos e
subtrações, alterando-se somente a operação entre as matrizes na linha 5. Em
todos os casos, o Algoritmo 4 assume que ambas as matrizes são de mesmas
dimensões.

No Algoritmo 5 observa-se os passos necessários para se calcular o traço da
diagonal principal do produto de duas matrizes em uma só operação dentro de
dois loops aninhados.Logo abaixo, temos o Algoritmo 6 referente à função de
ativação sigmóide utilizada.

3 Resultados

Objetivando validar a proposta de implementação, quanto ao seu funcionamento,
tempo de execução, tamanho de ocupação em memória de programa e memória
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Algoritmo 4 Algoritmo do produto matricial ponto a ponto

1: função prod(matriz1,matriz2,matrizresultado, linhas1, colunas1, colunas2)
2: linha, coluna
3: para linha = 1 até o número de linhas da matriz-1 faça
4: para coluna = 1 até o número de colunas da matriz-2 faça
5: matriz-3[linha][coluna] = matriz1[linha][coluna]*matriz2[linha][coluna]
6: fim para
7: fim para
8: fim função

Algoritmo 5 Algoritmo do traço do produto matricial

1: função trace(matriz1,matriz2, linhas1, colunas1)
2: linha, coluna,traço
3: para linha = 1 até o número de linhas da matriz1 faça
4: para coluna = 1 até o número de colunas da matriz1 faça
5: traço = traço + matriz1[linha][coluna]*matriz2[coluna][linha]
6: fim para
7: fim para
8: fim função

de dados, foi desenvolvido uma versão em linguagem C para microcontroladores
do tipo ATmega 2560. A versão desenvolvida seguiu rigorosamente todos os al-
goritmos apresentados na seção anterior e foi compilada utilizando o ambiente
de desenvolvimento Atmel Studio 7, ambiente este disponibilizado pela empresa
Atmel fabricante do chip ATmega 2560. Após o processo de compilação e geração
do código binário, o sistema foi embarcado no microcontrolador ATmega 2560
associado ao kit Arduino Mega. O ATmega 2560 é um MCU de 8 bits que traba-
lha à velocidade de 1 MIPS/MHz e possui 256 KBytes de memória de programa
(flash memory) e 8 KBytes de memória de trabalho ou RAM. O Arduino Mega é
um kit de desenvolvimento que agrega em um único hardware, um chip ATmega
2560 e um circuito gravador, facilitando ,assim, o processo de desenvolvimento.

O binário gerado da implementação do MLP-BP proposto ficou com 6,672
KBytes (2,6% de 256 KBytes), valor bem compacto comparado com a memória
de programa máxima do ATmega 2560 e os valores de 5, 904 KBytes apresentados
em [9] para a implementação do MLP sem o algoritmo do Backpropagation.
Foram realizados testes de tempos de processamento associados aos módulos
bem como testes de validação para o caso da porta XOR. O treinamento foi
realizado em modo batch com N = 4. Todos os testes foram realizados para uma
rede com L = 2 camadas, duas entradas (P = H0 = 2), vários neurônios na
camada escondida, H1, e um neurônio na camada de sáıda M = H2 = 1. Mas, é
importante ressaltar que o algoritmo proposto pode trabalhar com vários valores
de P , Hk e M . A função de ativação utilizada foi a sigmóide.

Os testes de medição de tempo e validação da implementação foram realiza-
dos com o sistema embarcado no µC à um clock de 16 MHz. A Tabela 1 apresenta
resultados associados ao tempo de processamento dos módulos FFM-1 (tFFM-1),
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Algoritmo 6 Algoritmo da função de ativação sigmóide

1: função trace(matriz in,matriz out, linhas in, colunas in)
2: linha, coluna,
3: para linha = 1 até o número de linhas da matriz in faça
4: para coluna = 1 até o número de colunas da matriz in faça
5: matriz out[linha][coluna]=(1.0)/(1.0+exponencial(-

matriz in[linha][coluna]))
6: fim para
7: fim para
8: fim função

FFM-2 (tFFM-2), EM (tEM), BPM-1 (tBPM-1) e BPM-2 (tBPM-2) para vários va-
lores de H1. Os resultados foram obtidos com medições em osciloscópio com o
algoritmo embarcado no µC. Já nas Figuras 2 - 3, são apresentadas curvas com
os resultados descritos na Tabela 1, nas quais os pontos medidos foram ajustados
por Regressão Polinomial com fator R igual a 0,9984 e 0,9496 respectivamente
às tabelas. Finalmente, a Figura 4 apresenta as curvas do erro quadrático médio
obtido no sistema embarcado para vários valores de H1.

Tabela 1. Tempos de processamento medidos a partir da implementação proposta do
MLP-BP com P = H0 = 2, M = H2 = 1 e função de avaliação sigmóide.

H1 tFFM-1 (ms) tFFM-2 (ms) tEM (ms) tBPM-1 (ms) tBPM-2 (ms)

2 0,59 0,31 0,06 0,46 1,30

4 4,28 0,61 0,06 0,66 2,23

6 6,21 0,77 0,06 0,88 3,22

8 8,11 1,00 0,06 1,11 4,11

10 10,50 1,82 0,06 1,70 6,14

12 12,30 2,02 0,06 1,91 6,90

14 14,50 1,49 0,06 1,80 7,06

16 16,30 1,72 0,06 2,03 8,02

18 18,60 2,57 0,06 2,65 10,60

20 20,70 2,71 0,06 2,47 11,20

22 22,60 2,95 0,06 3,07 12,40

24 25,20 3,15 0,06 3,36 13,60

26 27,30 3,31 0,06 3,71 14,70

28 29,30 3,51 0,06 3,95 16,50

30 30,90 3,67 0,06 4,03 16,20

32 32,90 3,76 0,06 3,83 15,80

34 34,60 3,36 0,06 4,05 16,70

36 36,50 4,22 0,06 4,82 19,40

38 38,50 4,41 0,06 5,17 21,80
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Figura 2. a) Tempo do FFM − 1 em função do número de neurônios da camada es-
condida, H1. a) Tempo do FFM − 2 em função do número de neurônios da camada
escondida, H1.

As informações apresentadas na Tabela 1 mostram que os valores obtidos até
H1 = 38 neurônios na camada escondida, esse valor foi limitado pela capaci-
dade de memória do µC utilizado, ATmega 2560, todavia é um valor bastante
razoável para várias aplicações de tempo real voltadas para robótica, automação
industrial e outras. Outro ponto importante a ser analisado são os tempos de
execução da MLP-BP que também se apresentaram bastante fact́ıveis. Anali-
sando a utilização da rede sem treinamento, observa-se que o tempo de cada
iteração em modo batch para N = 4 foi em torno de 42, 91 ms para o pior caso,
H1 = 38. Já se o tempo de treinamento estiver sendo contabilizado, para o caso
de aplicações com treinamento online, o tempo de cada iteração é de 69, 88 ms
(no pior caso de H1 = 38). Assim, observa-se que os resultados de tempo tam-
bém se mostram bastante viáveis para várias aplicações comerciais na área de
automação, robótica, automobiĺıstica e outras.

Em relação ainda ao tempo de processamento, verifica-se que seu crescimento
é linear com o número de neurônios na camada escondida, H1, como apresentado
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Figura 3. a) Tempo do BPM − 1 em função do número de neurônios da camada
escondida, H. a) Tempo do BPM − 2 em função do número de neurônios da camada
escondida, H.

nas Figuras 2 - 3. Esse resultado é bastante significativo, dentro do ponto de vista
de utilização de outros µC com maior capacidade de memória RAM, objetivando
a utilização de mais neurônios. Esses resultados podem servir como referência
para outros grupos que questionam a utilização do MLP-BP em suas aplicações
com µCs.

Finalmente, para validar o funcionamento do algoritmo proposto embarcado
no µC, foram realizados testes utilizando-se a técnica de HIL, cuja simulação é
realizada no próprio hardware que está em loop com o computador que trans-
mite e recebe os dados e parâmetros para análise. Os resultados dos testes em
HIL foram caracterizados pelo cálculo do erro quadrático médio (Mean Square
Error - MSE), com vários valores de H1 para o caso da porta XOR. A Figura 4
apresenta as curvas de erro quadrático médio (Mean Square Error - MSE) para
vários valores de H1. O cálculo do MSE foi também embarcado no µC e sua
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implementação é expressa como,

MSE(n) =
1

2N
trace

(
E(n)TE(n)

)
(15)

onde a função trace(·) calcula o traço de uma matriz.
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Figura 4. Erro quadrático médio comH1 = {2, 20, 38} neurônios na camada escondida.

4 Conclusões

Este trabalho apresenta uma proposta de implementação de um MLP-BP para
µC de 8-bits. Detalhes de implementação como resultados associados às medi-
das de tempo de processamento foram apresentados para um µC Atmega 2560.
Também foram apresentados resultados da validação do MLP-BP embarcado
mediante a técnica de HIL. Os resultados mostram que existem propostas viá-
veis de implementação do MLP-BP para várias aplicações, cujas restrições de
tempo são a partir de centenas de milissegundos, o que satisfaz as necessida-
des operacionais de várias aplicações na indústria de automação, robótica, entre
outras.
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