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Abstract

A novel learning algorithm for recurrent fuzzy neural
network is introduced in this paper. The core of the le-
arning algorithm uses equality index as the performance
measure to be optimized. Equality index is especially im-
portant because its properties reflect the fuzzy set-based
structure of the neural network and nature of learning.
Equality indexes are strongly tied with the properties of
the fuzzy set theory and logic-based techniques. The neu-
ral network recurrent topology is built with fuzzy neu-
ron units and performs neural processing consistent with
fuzzy system methodology. Therefore neural processing
and learning are fully embodied within fuzzy set theory.
The performance recurrent fuzzy neural network is veri-
fied via example of learning sequences. Computational
experiments show that the recurrent fuzzy neural model
achieves high performance in terms of approximation ca-
pability, memory requeriments, and learning speed.

1. Introducéo

Redes neurais recorrentes sdo estruturas de pro-
cessamento capazes de apresentar uma grande varie-
ade de comportamentos dindmicos. A presenca de
realimentacdo de informacdo permite a criacdo de
representacdes internas e dispositivos de memoria capa-
zes de processar e armazenar informagdes temporais € si-
nais sequenciais.

Em contrapartida a possibilidade de representacao de
comportamento dindmico, o processo de adaptacdo e a
analise da capacidade de processamento de informagao
presente em redes neurais recorrentes sdo geralmente
mais complexos que no caso nao recorrente [1]. Como
uma consequencia, a capacidade de aprendizado des-
ses modelos tem que estar associado com a existéncia
de algoritmos de treinamento eficientes, baseado em
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informacdes de segunda ordem e avancados resultados da
teoria de sistemas dindmicos ndo-lineares [2].

Em anos recentes, o conceito de incorporar logica
fuzzy e redes neurais tem tornado um importante topico
de pesquisa [3]. Combinacdes destas duas aborda-
gens, sistemas neurofuzzy, tém tido sucesso em muitas
aplicacdes. Entretanto, uma limitacdo de muitas redes
neurofuzzy é sua restrita aplicagcdo em problemas de ma-
peamentos dindmicos devido a sua estrutura ndo recor-
rente, ou a falta de um procedimento de aprendizado para
as conex0Oes de realimentacdo. Sistemas neurofuzzy re-
correntes tém sido proposto para identificacdo de siste-
mas dindmicos em [4], [5], [6].

Neste artigo um algoritmo de aprendizado para redes
neurofuzzy recorrentes & proposto. O algoritmo usa o
indice de igualdade [7], [8] como medida de desempenho
a ser otimizada. O indice de igualdade é especialmente
importante devido a suas propriedades refletirem a estru-
tura basica de conjunto fuzzy da rede neural e a natureza
de aprendizado. A topologia da rede neural recorrente
& constituida por neur6nios fuzzy, realizando processa-
mento neural consistente a teoria de conjuntos fuzzy. Por-
tanto, o processamento neural e o aprendizado estdo em
completo acordo dentro da teoria de conjuntos fuzzy e a
metodologia empregada.

O processo de aprendizado da rede envolve trés fa-
ses principais. A primeira fase usa uma modificagao
no aprendizado vector quantization sugerido em [9] para
granular o universo de entrada. Na proxima fase, as co-
nexdes da rede sdo geradas e os pesos sdo inicializados
aleatoriamente. A terceira fase usa dois principais para-
digmas para atualizar os pesos da rede: método do gradi-
ente e aprendizado por refor¢o associativo. Mais precisa-
mente, os pesos da camada de saida sdo ajustados via um
método do gradiente para maximizar o indice de igual-
dade e um esquema de recompensa e puni¢do atualiza os
pesos da camada intermediéria.

A rede neural usa unidades neurofuzzy modeladas



através de operagOes logicas and e or processadas via
t-normas e s-normas, respectivamente. O modelo neu-
rofuzzy & composto por um elemento ndo-linear colo-
cado em série com os neurdnios l6gicos. Isto significa
que cada neurdnio realiza mapeamento entre as unidades
do hipercubo unitario. A incorporagao desta ndo linea-
riedade muda as caracteristicas numéricas dos neurdnios,
mas seu comportamento ldgico & mantido. Além disso, as
ndo lineariedades adicionam interpretabilidade pois po-
dem ser tratadas como modelos de modificadores lingiis-
ticos [9], [10].

O modelo implicitamente codifica um conjunto de re-
gras se-entdo na estrutura recorrente multicamada, rea-
lizando um processo de inferéncia fuzzy. A topologia
sugere uma clara relagdo entre a estrutura da rede e um
sistema baseado em regras fuzzy.

A rede neurofuzzy recorrente é particularmente ade-
quada para modelar sistemas dindmicos ndo lineares e
para aprender seqiiéncias. As relagcdes temporais sdo co-
dificadas na segunda camada da rede, fornecendo os ele-
mentos de memaéria e expandindo sua capacidade basica
de incluir representacdes temporais. Como o neur6nio re-
corrente tem uma realimentacdo interna, esta captura res-
postas e contribui¢Bes para simplificar os modelos neuro-
fuzzy.

O desempenho da rede neurofuzzy recorrente é ve-
rificado via um exemplo de previsdo um passo a frente
e vérios passos a frente de uma série macroecondmica.
Comparagcbes com o desempenho de uma rede neural
estatica e com modelos de séries temporais sdo realiza-
das. Os resultados mostram que 0 modelo proposto apre-
senta alto desempenho quando comparado com as outras
abordagens.

2. Estrutura da Rede Neural Nebulosa

As unidades de processamento consideradas aqui sdo
neurdnios l6gicos denominados and e or, produzindo ma-
peamentos [0, 1]™ — [0, 1] [8], [11]. A implementac&o
dos conectivos l6gicos envolvem normas triangulares, ou
seja, os operadores and e or sdo implementados através
de t-normas e s-normas, resultando uma estrutura neu-
ral, na qual w; € [0,1] & o peso associado a entrada
x; € [0,1] € Yand, Yor : [0,1] — [0,1] sdo mapea-
mentos ndo lineares (Figura 1).

neurodnio-S

neurbnio-T

Figura 1: Neur6nios l6gicos recorrentes.

A rede tem uma estrutura multicamada com
realimentacdo na saida dos neurdnios da segunda ca-
mada, Figura 2.

A rede contém trés camadas. A camada de en-
trada consiste de neurdnios cujas fun¢des de ativagdo sdo
fungdes de conjuntos fuzzy que formam a particdo do
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Figura 2: Estrutura da rede neurofuzzy recorrente.

espaco de entrada. Para cada componente x;(¢) de um ve-
tor de entrada n-dimensional x(t) existem NV; conjuntos
fuzzy Af’; k; = 1,..., N; cujas fungdes de pertinéncia
sdo funcdes de ativacdo dos correspondentes neurbnios
da camada de entrada. A variavel ¢ denota o tempo dis-
cretizado, isto &, t = 1,2,..., e sera omitida no de-
correr do artigo para simplificar a notacdo. Assim, as
saidas desta camada sdo graus de pertinéncia associados
aos valores de entrada, isto &, a;; = [ pFs (z;), © =
1,...,nej=1,...,M, onde M represeﬁtao nlmero
de neur6nios da segunda camada.

Note na Figura 2 que, a arquitetura inclui
realimentacdo global na camada intermediaria, cu-
jas unidades sdo representadas por neurdnios-T. Desta
forma, os operadores and tem entradas a;; ponderadas
por w;; e conexdes de realimentagdo ponderadas por
rj,l = 1,...,M. A funcdo de ativagdo ¢4,q & , em
geral, um mapeamento ndo-linear cujo significado pode
ser associado com um modificador lingiistico.

Assumindo que ajn,+1 = ¢ 'z; (¢~ € o operador
atraso) e wj,+1 = 75,0 = 1,..., M, aestrutura da rede
envolve um conjunto de regras se-entdo R = {R;,j =
1,..., M} da seguinte forma:

R; : Se (1 € A¥* com grau de certeza w;1) ...
E(xz; & Afi com grau de certeza wj;) ...
E (z,, & Ak~ com grau de certeza w;,,)
Entdo z & z;
n+M
onde z; = E1 (wji s a;;). Portanto, existe uma duali-
dade entre a rede e o conjunto de regras. O esquema de
processamento direto inferido na estrutura da rede segue
os principios da teoria de conjuntos fuzzy e raciocinio
aproximado. A primeira parte da estrutura da rede, a
qual representa o sistema de inferéncia fuzzy, é encerrada
nesta fase.
A terceira camada contém m neur6nios-S, ndo recor-
rentes. As saidas destes neurdnios sdo denotadas por



Uk, as entradas por z; e 0S pesos por vy;. A funcdo
de ativacao ,, dos neurbnios sdao mapeamentos ndo-
lineares. Observe que estes neurdnios realizam operagdes
de agregacao.

A estrutura da rede dindmica pode ser resumida pelos
seguintes elementos:
1. N; & o nimero de conjuntos fuzzy que constitui a
particdo da i-ésima entrada;
2. j € o0 index do neurdnio-T. Da estrutura da rede, j
& determinado a partir dos indices de entrada k; como
segue:

J=kn+ Z(k(n—i+1) - 1)
=2
onde K = (k1 ... ki ... kn).
3. 21, ..., x;, ..., T, 5S40 n entradas da rede para um
dado padrdo x;
4 aji = p (z;) & o grau de pertinéncia de z; no con-

(H N<n+1_7)> (1)

junto nebuloso Af sendo uma entrada para o0 j-ésimo
neurdnio da segunda camada;

5. wj; & 0 peso entre a i-ésima entrada e 0 j-ésimo
neurdnio and

6. z; € asaida do j-ésimo neurdnio-T, sendo determinado
por:

n+M

2 = Yand < T (wyis aji)) )
onde ¥4nq : [0,1] — [0, 1].

7. wvg; & 0 peso para a j-ésima entrada do k-ésimo
neurdnio, r;; & 0 peso da conexao recorrente do j-ésimo
neurdnio da camada intermediaria e r;; € a conexdo entre
0s j-ésimo e [-ésimo neurdnios da camada intermediéaria.
8. Yy & a saida do neurdnio ndo linear dada por:

M
Uk = Yor(ur) = Yor (j§1 (vrj t Zj)) 3)

onde v : [0,1] — [0,1] & uma fungdo ndo-linear.
Neste trabalho, foi considerado v,,,. como sendo a fungéo
logistica 1/(1 + exp(—u)) € Yana & funcdo identidade.

3. Processo de aprendizagem

O esquema de aprendizado para a rede neurofuzzy
recorrente envolve trés fases. A primeira fase usa uma
modificacdo do procedimento vector quantization para
granular o universo de entrada. A proxima fase simples-
mente gera as conexdes da rede e inicializa os pesos alea-
torimente. A terceira fase utiliza dois conceitos diferentes
para o ajuste dos pesos: aprendizagem por refor¢o asso-
ciativo e método do gradiente.

O esquema de aprendizado & primeiro apresen-
tado de uma forma geral. Os passos essenciais para
implementacdo serdo detalhados a seguir. O algoritmo
& uma forma de aprendizado supervisionado.

Algoritmo de Aprendizado da Rede NeuroFuzzy Re-
corrente:

1. Gere as fungdes de pertinéncia;
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2. Inicialize os pesos wj;, vy; € rji;
3. Até que a condigdo do critério de parada ndo seja sa-
tisfeita faca:

3.1 Apresente um padrao x a rede;

3.2 Efetue a fuzzificacdo;

3.3 Determine os neur6nios-T ativos;

3.4 Atualize 0s pesos wj;, vi; € 7ji;

O algoritmo termina quando ou um nivel especifico
de desempenho é satisfeito ou um nimero maximo de
iteracdes é alcancado.

3.1. Geracdo das fungGes de pertinéncia

Para gerar as fun¢Bes de pertinéncia diretamente,
foram assumidas fungdes triangulares, definidas pelos
par@metros [z;, , , =, .. ], i=1,...,n.

A forma mais simples constituida por particbes com-
plementares e uniformes, pode ndo ser a mais adequada
se um ndmero de padrBes esta concentrado em certas
regides do espaco de padrdes e dispersas em outras. Nes-
tes casos, particBes ndo uniformes sdo mais apropriadas
(Figura 3).

e

Ci1 cio  Ci3 CiN;—1 CiN;

Figura 3: Parti¢Ges ndo uniformes.

Técnicas de clusterizagdo para encontrar 0s centros
das fungdes c¢;., » = 1,...,N; sdo utilizadas. Em
[9] uma variacdo de uma rede neural auto-organizada
com algoritmo de treinamento tipo LVQ (Learning Vec-
tor Quantization) é sugerida. Os detalhes do processo de
agrupamento pode ser encontrado em [9], [10].

Uma vez determinados os centros ¢;,., i = 1,...,n €
r =1,...,N;, onde N; é o nlmero de fun¢Bes de per-
tinéncia para a entrada x;, 0s graus de pertinéncia HAT ()
sdo avaliados para cada padrdo de entrada x.

3.2. Inicializacdo dos pesos

Os neurdnios da primeira e da segunda camada estdo
inteiramente conectados. Os pesos wj;, vk; € 1;; para
i=1,...,n; 4,0l=1,...,M; k=1,..., M sdo inicia-
lizados aleatoriamente com valores entre [0, 1].

3.3. Determinacdo dos neuronios ativos

Para cada padrdo de entrada x, existem pelo menos
dois graus de pertinéncia diferente de zero para cada uma
das coordenadas (Figura 3). As funcdes de pertinéncia
correspondentes definem os neurdnios and ativos, sendo
facilmente identificados como segue.



Para cada padrio x = (x1,...,%;,...,2T,), SEja
K' = (ki...k}!...kL)um vetor cujos componentes sdo
os indices da primeira funcdo de pertinéncia para cada
particdo 7 para o qual o grau de pertinéncia é ndo nulo.
Seja K2 = (k?... k2 ... k%) um vetor tal que

k?:{

O ndmero de neurdnios and ativos @ Na = 2°¢ < 27
onde Pa é 0 nimero de elementos tal que k} # k2, para
i =1, ..., n. Observe que entre os M neurbnios and
da segunda camada, somente 27°¢ < M, Pa < n, sio
ativos. Os neurdnios correspondentes sdo encontrados a
partir da combinagdo dos vetores K' e K2. Também,
pode-se notar que, como somente Na neurdnios and sdo
ativos para cada padrdo de entrada apresentado, o proces-
samento da rede é independente do nimero de conjuntos
fuzzy das parti¢Bes do espaco de entrada.

ki1, sep (@) #1

o @

caso contrario

3.4. Fuzzificacao

Este passo é direto, mas vale ressaltar que somente
o0s graus de pertinéncia dos conjuntos fuzzy ativos (cu-
jos indices estdo em K') sdo calculados. No caso em
que ki # k2, P2 (x;) também é calculada. Como as

funcdes de pertinéhcia sdo complementares, tem-se que
B2 (x;) =1- B (z;). Assim, somente 2n graus de

pertinéncia precisam ser determinados.
3.5. Atualizac¢do dos pesos

A atualizag@o dos pesos é baseada no método do gra-
diente e no aprendizado por reforgo associativo [12]. O
método do gradiente & usado para ajustar os pesos da rede
neural, isto &, este método é usado para atualizar 0s pesos
da camada de saida. O aprendizado por reforgo associ-
ativo é utilizado para ajustar os pesos da camada inter-
mediaria, ou seja, do sistema de inferéncia fuzzy.

O primeiro passo é calcular a saida da rede para um
dado padrdo de entrada x. Isto corresponde a fuzzificagdo
do padrdo de entrada, e o calculo sucessivo das saidas dos
neurdnios restantes das camadas (usando as equagdes (2)
e (3)). O algoritmo de aprendizado usa o indice de igual-
dade como a medida de desempenho a ser otimizada. O
critério de indice de igualdade € definido como em [7] :

S (ks = 01y)’

k=1

2

Qj = ®)
onde 7, & o valor da unidade de saida j e y; & o valor
desejado j para o correspondente padrdo de entrada x.

O valor do indice de igualdade é calculado como se-
gue:

L+ Ykj — Ukjs S Yrj < Ukj
Yki =Ukj = L+ Ukj —Ukis S€ Yrj > Uk (6)
1, if yij = Uiy
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A soma em (5) é dividida em trés grupos, dependendo
da relag@o entre yy; € Y;:

2.

KUk >Ykj

+ > (kg =Tkg) +

Uk =Yr;

Qj = (Yrj = Yrj) +

2.

FiGk; <vks

(Yej = Uxg) (1)

Assim, a atualizagdo dos pesos da camada de saida
¢ feita usando o método do gradiente descendente [13].
Isto &, se vi,; & um peso conectado a unidade de saida do
neurdnio j a entrada do neurdnio k&, entao

n(t) 9Q; 9Q;

Avyy; = —2 8
Uk N avkj (t + 1) aavkj(t) ( )
onde 7(t) é a taxa de aprendizado, dada por:
()= ——— ©)
= 10

sendo o indice ¢ a iteragdo, t = 1,2,... e a € 0 termo
. 0Q; .
momentum. A derivada & é escrita como

Vkj
aQ' o 81/’07’(') awor(')
W/:j == 2 Ovkj 2 Ovkj 10

kY >y kY <yrj

Yor(-) & dado pela equagdo (3). Todas as derivadas po-
dem ser computadas quando a forma da fungéo v, € es-
pecificada. Neste caso, a fungdo 1),,- & a fungdo logistica.

Note que os incrementos s&o positivos quando y;
& menor que o valor desejado yy; e negativo quando a
situacdo inversa ocorre. Assim, todos os incrementos sao
direcionados pelo sinal da diferenca entre ; € yi;.

Os pesos das unidades intermediarias (neurdnios-T)
sao atualizados usando um sinal de reforco para todas as
unidades intermediarias. A regra de atualizacdo dos pe-
sos das unidades intermediarias depende dos valores do
sinal de reforco 6.

Em [9] um esquema de punicdo e recompensa foi
usado para atualizar os pesos e a eficiéncia do modelo
foi demosntrada através do problema de classificagdo de
padrdes. Neste caso, se a rede classifica corretamente um
padrdo de entrada, os pesos mais relevantes sdo incre-
mentados. Caso contrario os pesos sdo decrementados.

No caso de classificacdo de padrdes atribui-se “classe
correta” ou “sucesso” para 6 = 1 e “classe incorreta”
ou “fracasso” se 6 = 0, sendo que para cada unidade
intermediaria 7 0s pesos sdo atualizados de acordo com a
seguinte equacao:

iji = {

Em [12] uma variagdo do algoritmo associativo
recompensa-penalidade (associative reward-penalty al-
gorithm -A,.,) [14], utiliza um valor continuo para o sinal
de reforco, § = 1 — ¢, onde € & a medida de desempenho

if 6=1
if 6=0

(&3] [1 — U}ji],

— QWi (1)



da rede. Observe que 0 < 0 < 1 e qua grandes valores
de ¢ correspondem a melhores resultados entre a saida da
rede e a saida desejada.

Em [6] foi introduzido um novo esquema de
atualizacdo dos pesos, em um mesmo sentido, combi-
nando os procedimentos de atualizacdo dos pesos propos-
tos em [9] e [12]. Aqui, um esquema similar & usado para
atualizar os pesos das unidades intermediarias como se-
gue:

iji = (5 (651 []. — wji] — (]. — (5) (6] wji (12)

onde 0 < a1 << ag < 1 sdo taxas de aprendizagem,
j=1L...M,i=1....n+Mewjy = rj,l =
1,...,M. O sinal de refor¢o € 6 = (yx; = Yr;) dado
por( 11).

Note que o aprendizado por reforgo & um processo de
pesquisa com o objetivo de maximizar o valor esperado
de uma funcg@o critério conhecida como sinal de reforgo
[12]. O esquema de punig¢do e recompensa como em (12)
é tal que se § & proximo de um os pesos dos neurdnios ati-
vos correspondentes sdo incrementados. Caso contrério,
0s pesos dos neurdnios ativos sdo decrementados. Cla-
ramente, a atualizacdo dos pesos depende do grau de
associacao entre a saida da rede e a saida desejada. As
proporcdes lineares dos pesos mudam entre 0s casos ex-
tremos controlado por (11) o qual pode ser visto como
uma particularidade de (12) no caso de reforgo binario.

4. Resultados de Simulacdo

Para mostrar o desempenho obtido com o modelo pro-
posto de rede neurofuzzy recorrente (RNFN), para apren-
der relacBes temporais, um problema de predicdo de uma
série macroecondmica é considerado a seguir. Nesse sen-
tido, sera analisado a série do produto interno bruto real
extraida da economia brasileira. A série se inicia no pri-
meiro trimestre de 1980 e se estende até o segundo se-
mestre de 1997, como mostra a figura 4. Estes dados fo-
ram analisados e testados com um modelo de série tem-
poral ARIMA e com uma rede neural multicamadas com
algoritmo de retropropagacdo, como pode ser visto em
[15].

160

150

140

130

indice
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110
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Trimestre

Figura 4: Produto interno bruto real.

Para ajuste do modelo somente 66 amostras da
seqliéncia foram fornecidas, ou seja, foram fornecidos o0s
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dados a partir do primeiro semestre de 1980 até o segundo
semestre de 1996. O objetivo foi prever os proximos 4
semestres (terceiro semestre de 1996 ao segundo semes-
tre de 1997). A Figura 5 mostra as previsdes 1 passo
a frente e 4 passos a frente. A RFNR usada para mo-
delar este processo tem uma entrada x(¢). Foi conside-
rado uma parti¢cdo ndo-uniforme com N; = 16 conjun-
tos fuzzy, o qual significa 16 neurdnios na camada inter-
mediaria e 288 parametros para ajustar. As t-normas e
s-normas escolhidas foram o produto algébrico e soma
probabilistica, respectivamente. As taxas de aprendizado
usada para ajustar os pesos da camada intermediaria fo-
ram o1 = 0,01 e g = 0,001. Os valores do indice
de desempenho tornam-se estaveis, assumindo o valor
Q; = 59,07 apos 1000 iteragdes.

Previsédo 1 passo a frente

T
_ —— Observado
— - RNFN

Trimestre

Previsao 4 passos a frente
154 T

- _ — Observado
152 T — - RNFN A

indice
/
\

2 3 4
Trimestre

Figura 5: Predig3o da série produto interno bruto real.

Como mostra a Figura 4, a série apresenta uma pe-
quena tendéncia de crescimento na economia brasileira
no periodo. Da mesma forma ha um padrao sazonal bem
definido, que pode ser associado a periodos de aqueci-
mento da economia no terceiro trimestre e de queda da
atividade econdmica no primeiro trimestre. Desta forma,
0 modelo de Box & Jenkins [16] estimado em [15] foi um
modelo ARIMA(O, 1, 2)(0, 1, 4).

Em [15], uma rede neural multicamadas (MLP)
foi ajustada sendo que o vetor de entrada contém 5
neurdnios, ou seja, contém o valor x(¢) da série e 4
neurdnios binarios de sazonalidade (1000 para o primeiro
semestre, 0100 para o segundo semestre, 0010 para o ter-
ceiro semestre e por fim 0001 para o quarto semestre). A
rede possui uma camada intermediaria com 4 neurdnios.

A tabela 1 resume a raiz do erro médio quadratico
(REMQ) e 0 erro médio absoluto (EMA).

Observe que, tanto para previsao 1 passo a frente
como para previsdo 4 passos a frente, o melhor modelo
& o RNFN proposto, cujos erros sao significativamente
menores do que todos os demais. Além disso, deve-se
notar que os modelos de redes neurais apresentam me-
Ihor desempenho que o modelo ARIMA, principalmente
para horizontes de previsdo mais longos.



Tabela 1: Estatisticas das previsoes.

Modelo | 1 Passo afrente | 4 Passos a frente
REMQ | EMA | REMQ | EMA

ARIMA | 2,8700 | 2,1968 | 2,5187 | 1,7936
MLP 2,2334 | 2,0106 | 1,8236 | 1,3000
RNFR | 1,3073 | 1,1855 | 0,9611 | 0,8265

5. Conclusoes

Neste artigo foi introduzido um novo algoritmo de
aprendizado para estruturas de rede neurofuzzy recor-
rente. O algoritmo usa o indice de igualdade como me-
dida de desempenho. Indice de igualdade é especial-
mente improtante devido suas propriedades refletirem a
estrutura de cojunto fuzzy da rede neural e a natureza
de aprendizado. Nas redes neurofuzzy recorrentes, 0s
neurdnios sao unidades computacionais que desempe-
nham operagdes consistentes com a teoria de conjuntos
fuzzy. Os neurdnios sdo unidades l6gicas com operagGes
definidas por t-normas e s-normas. A rede tem uma
estrutura multicamada e uma relagdo dual com um sis-
tema baseado em regras, processando informacdes se-
guindo os principios de raciocinio aproximado. O proce-
dimento de aprendizado introduzido & uma combinagao
do método do gradiente e um aprendizado por refor¢o
associativo. Os pesos da camada de saida sdo ajusta-
dos via um método do gradiente e os pesos da camada
intermediaria sdo ajustados via uma heuristica baseada
em um esquema de recompensa e punicdo. Resultados
de simulacdo mostram que a rede neural apresenta alto
desempenho em termos de capacidade de aproximacao,
memoria e tempo de processamento.
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