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Abstract 
 

In this paper, the Group Method of Data 
Handling(GMDH)-type neural network for chaotic 
dynamic systems identification is proposed. The GMDH 
algorithm can be considered as a structural 
identification technique or a feedforward polynomial 
neural network with a growing structure during the 
training process. This polynomial neural network uses 
Adalines with nonlinear preprocessors. The training of 
this neural network is realized by learning rule 
application of Widrow-Hoff. The neural network 
implementation is evaluate for identification of Chua 
chaotic system. An experimental study of nonlinear 
identification of Chua system shows successful results 
for the proposed approach. 
 
 
1. Introdução 
 

Os modelos matemáticos concebidos baseados em 
algumas abordagens de redes neurais têm recebido 
atenção recentemente, tanto da comunidade científica 
quanto dos profissionais que atuam no meio industrial, 
por tratarem-se de ferramenta de projeto que oferecem 
soluções promissoras para problemas de identificação 
de sistemas dinâmicos complexos [1]-[3]. As redes 
neurais podem aprender através de conjuntos de 
treinamento utilizando-se de medidas de entrada e saída 
do sistema dinâmico e, são uma forma de aproximar 
funções matemáticas. 

A rede neural baseada em Group Method of Data 
Handling (GMDH) é uma rede polinomial introduzida, 
em 1968, por A. G. Ivakhnenko, do Glushkov Institute 
of Cybernetics, Kiev. O pesquisador Ivakhnenko 
desenvolveu a rede neural GMDH visando obter uma 
ferramenta eficiente para previsão do número de peixes 
em rios e oceanos. A rede GMDH apresentou resultados 
promissores em seus propósitos originais e em outros 
problemas de previsão e identificação de sistemas 
dinâmicos [4]. Entretanto, a rede GMDH não era muito 
conhecida até os dois artigos, do início da década de 
1970, do Ivakhnenko [5]-[6]. 

Este artigo apresenta os fundamentos, análise e 
projeto da rede neural polinomial GMDH aplicada à 

identificação do comportamento dinâmico não-linear de 
um circuito de Chua [7]-[11].  

As etapas abordadas, neste artigo, para a 
identificação do comportamento dinâmico do circuito 
de Chua usando rede GMDH incluem as etapas 
clássicas de um procedimento de identificação de 
sistemas. As etapas incluem a determinação de: (i) um 
conjunto de dados de entradas e saídas do processo; (ii) 
uma classe de modelos candidatos (estrutura do modelo 
neural); (iii) um critério para verificação da 
aproximação entre os dados reais e o modelo 
matemático obtido pelas redes neurais; e (iv) rotinas (de 
seleção, no caso, da rede neural GMDH) e validação 
dos modelos matemáticos resultantes.  

O artigo é organizado da seguinte forma. A 
descrição do circuito de Chua é apresentada na seção 2. 
O procedimento de identificação usando uma rede 
neural polinomial GMDH é abordado na seção 3. As 
simulações e a análise dos resultados obtidos da 
aplicação da rede neural polinomial são apresentadas e 
discutidas na seção 4. A conclusão e comentários em 
relação aos resultados obtidos são apresentados na 
seção 5. 
 
 
2. Teoria do caos e o circuito de Chua 
 

Segundo a 2º Lei da Termodinâmica: “Quanto maior 
a desordem de um sistema, maior a sua entropia”. Esta 
característica, por exemplo, pode ser observada em 
sistemas dinâmicos biológicos, onde sua estrutura 
sempre tenta se direcionar contra a entropia, pois os 
sistemas evoluem em sistemas cada vez mais complexos 
e organizados e neste caso, pode-se dizer que a morte 
ocorre quando o grau de entropia chega a um patamar 
considerável e irreversível. 

A área denominada de teoria do caos possibilita o 
estudo de diversos fenômenos pertinentes aos sistemas 
dinâmicos (qualquer processo que evoluam com o 
tempo) não-lineares e que apresentam comportamento 
complexos de serem tratados matematicamente. A teoria 
do caos estuda os fenômenos aparentemente 
imprevisíveis, na busca de padrões escondidos e de leis 
simples que regem os comportamentos complexos. 
Porém, este estudo só se tornou efetivamente plausível a 
partir da década de 1960, quando os computadores 
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começaram a possuir capacidade gráfica e 
processamento razoáveis, dando aos físicos e 
matemáticos o poder de descobrir respostas para 
questões fundamentais da ciência de maneira geral, que 
antes estavam obscuras. 

Muitos dos estudos dos sistemas não-lineares, 
surgiram a partir da teoria do caos que fornece uma 
explicação muitas vezes adequada (através de fórmulas 
e equações), a muitos comportamentos presentes na 
natureza, tais como: fenômenos naturais (populações, 
turbulências, movimento de fluidos e formação de 
nuvens), comportamento complexo em circuitos 
elétricos, comportamento de bolsa de valores e 
economia, sistemas não-lineares e variantes no tempo, 
telecomunicações, controle de processos, 
comportamento dinâmico dos batimentos cardíacos, 
entre outros [12]-[14]. 

A teoria do caos tenta explicar a aparente desordem 
de uma forma ordenada, estabelecendo que as coisas 
não são aleatórias, mas apenas complexas. Muitos 
eventos aparentemente aleatórios podem ser 
representados por um método computacional simples 
que, quando bem projetado, produz resultados 
complexos. Os valores de cada estágio são 
realimentados no próximo estágio ("feedback") e o 
resultado das iterações, fórmulas e feedback resultam 
num sistema caótico.  

O comportamento dos sistemas caóticos pode 
apresentar grande sensibilidade em relação as condições 
iniciais a que estão sujeitos. Apesar de, em termos 
determinísticos, ser uma tarefa difícil descrever o 
comportamento de um sistema caótico, em termos 
probabilísticos esta situação pode ser tratada e alguns 
paradigmas têm sido apresentados na literatura para esta 
finalidade.  

O circuito de Chua [7]-[11] é um dos sistemas 
utilizados para o estudo de dinâmica não-linear e caos. 
O circuito de Chua está ilustrado na figura 1 
apresentada a seguir. A construção deste circuito pode 
ser realizada pela composição  de uma rede de 
elementos passivos lineares conectados a um 
componente ativo não-linear denominado Diodo de 
Chua. Esta concepção de oscilador caótico eletrônico 
pode ser utilizada como plataforma de testes em 
diversas áreas relacionadas ao estudo do caos.  

As equações que descrevem o circuito de Chua são 
as seguintes: 
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sendo que vci é a tensão sobre o capacitor Ci, iL é a 
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As características de corrente-tensão do circuito de 

Chua estão representadas na figura 1. 

 
 

Figura 1: Características de corrente-tensão do 
circuito de Chua. 

 
A concepção do circuito de Chua da figura 2 foi 

baseada nos estudos de Tôrres & Aguirre [8], [9]. A 
idéia deste oscilador não é apenas medir valores de 
tensão sobre o capacitor, mas, sim, observá-lo oscilar 
caoticamente, conforme ilustrado na figura 2. Na figura 
3 é apresentada a aquisição de dados obtida através de 
um osciloscópio digital da montagem do circuito da 
figura 2. Um detalhe relevante é que valores diferentes 
para os componentes do circuito elétrico resultam em 
atratores com geometria diferente. Nesta aplicação 
resultou num atrator dupla-volta, conforme ilustrado na 
figura 4, onde vc1 é a tensão no capacitor 1. 

 

 
Figura 2: Circuito de Chua  (oscilador  

eletrônico caótico). 
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Figura 3: Gráfico da oscilação caótica (obtida 

experimentalmente). 

 
Figura 4: Atrator dupla-volta resultante do  

circuito de Chua. 
 

3. Identificação de sistema dinâmicos 
usando redes neurais  
 

A identificação de sistemas possibilita a obtenção de  
um modelo matemático de um sistema desconhecido, 
para propósitos de previsão e/ou compreensão do 
comportamento dinâmico do processo. 

Um dos problemas principais da ciência é a previsão 
(“Dado o passado, como posso prever o futuro?”). A 
análise de séries temporais e a identificação de sistemas 
são áreas de pesquisa relevantes em diversos campos do 
conhecimento, principalmente nas áreas de engenharia e 
economia. A principal motivação para pesquisas sobre 
séries temporais é providenciar uma previsão quando o 
modelo matemático de um fenômeno é complexo, 
desconhecido ou incompleto.  

A concepção de modelos matemáticos para a 
representação e/ou identificação de sistemas  complexos 
é um procedimento relevante e com aplicação prática. 
Entretanto, em geral, não é uma tarefa simples a 
construção de modelos matemáticos adequados para os 
propósitos de engenharia. Nas últimas décadas diversas 
concepções de algoritmos para modelagem e 
identificação de sistemas dinâmicos complexos têm sido 
propostos na literatura, tais como: métodos freqüênciais, 
técnicas baseadas em estimativas de modelos Wiener, 
Hammerstein, bilinear e Volterra, regressão não-linear, 
wavelets e identificação recursiva [15], [16]. Uma 
abordagem relevante entre tantas outras para 

representação matemática de sistemas dinâmicos com 
comportamento caótico é a das redes neurais.  

Neste caso, uma série temporal consiste de medidas 
ou observações de previamente obtidas de um 
fenômeno que são realizadas seqüencialmente sob um 
intervalo de tempo. Se estas observações consecutivas 
são dependentes uma da outra então é possível 
conseguir-se uma previsão ou identificação do sistema. 
Neste contexto, utiliza-se uma rede neural polinomial 
GMDH (descrita na próxima seção) para identificação 
do comportamento dinâmico do circuito de Chua regido 
pela série temporal apresentada na figura 3. 

 
 
3.1. Rede neural polinomial GMDH 

 
A rede neural polinomial GMDH é baseada no 

princípio de auto-organização heurística, usualmente 
utilizado para construção de um modelo hierárquico de 
múltiplos níveis, que pode ser transformado em uma 
descrição de equação de entrada(s) e saída(s). A rede 
GMDH é apta no tratamento e resolução de problemas 
complexos de interpolação. 

A rede neural GMDH tem sido aplicada com 
sucesso em diversos problemas, tais como: tarefas de 
identificação [17], modelagem, desenvolvimento de 
sistemas inteligentes usando sistemas nebulosos [18], 
previsão de séries temporais e mercado financeiro [19], 
entre outras. 

As RNs-GMDH são configuradas durante o 
treinamento. Os elementos de processamento (PEs) 
nestas RNs têm usualmente duas entradas. A saída de 
cada PE é normalmente uma combinação quadrática de 
suas duas entradas. As funções de ativação dos PEs 
podem ser considerados polinômios de segunda ordem. 

Durante o treinamento, o número de camadas de 
uma RN-GMDH aumenta. A cada época uma nova 
camada é adicionada e um número de PEs são criados. 
Os PEs com desempenho inadequado são descartados e 
os PEs que apresentam desempenho adequado são 
preservados para a construção de novas camadas. Deste 
modo, o número de PEs em uma camada é configurado 
de forma adaptativa [18], [20]. 

A técnica empregada na RN-GMDH prescreve a 
divisão dos dados experimentais de entrada e saída em 
três conjuntos dados. O conjunto utilizado na fase 
estimação é denominado de conjunto de treinamento. 
Outro é um conjunto de dados de seleção utilizado para 
a seleção adequada de PEs. O último conjunto é o 
conjunto de dados utilizados na fase de validação, este 
empregado como para realização de testes e análise da 
capacidade de generalização do modelo obtido via RN-
GMDH. 

Em geral, os coeficientes em uma RN-GMDH 
podem ser descritos por polinômios de segunda ordem, 
conforme mencionado anteriormente. Contudo, os 
coeficientes dos polinômios em uma RN-GMDH são 
encontrados por regressão linear. A desvantagem de um 
esquema GMDH, baseado em regressão linear, é a de 
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envolver um grande número de cálculos matriciais de 
alta dimensão. 

A RN-GMDH é representada por uma construção de 
Adalines com pré-processadores não-lineares de 
segundo grau (N-Adaline) com pesos que correspondem 
aos coeficientes polinomiais da RN-GMDH original. O 
número de camadas e de Adalines em cada camada é 
determinado durante o treinamento. Entretanto, o 
treinamento é realizado pela aplicação da regra de 
aprendizado Widrow-Hoff [21] através de um 
procedimento recursivo de otimização. As unidades 
Adalines e um exemplo de RN-GMDH baseada em N-
Adalines são apresentados nas figuras 5 e 6, 
respectivamente. 

 

 
Figura 5: Adaline com pré-processamento não-linear. 

 
Figura  6: RN-GMDH baseada em N-Adalines. 

 
A partir da figura 5, pode-se deduzir que a saída, y, é 

dada por : 
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onde wi , i=[0;5] são os pesos da unidade de 
processamento e x1 e x2 são entradas para a unidade. A 
saída, y, é uma combinação linear de pesos e um 
polinômio de grau dois em termos das variáveis de 
entrada. Assim, se um número de unidades N-Adalines 
são agrupadas na forma de camadas, uma RN 
polinomial é obtida que pode aproximar mapeamentos 
complexos de alto grau. Considerando-se W = [w0  w1 
w2 w3 w4 w5]T e X= [1 x1  x1x2  x2]T, a regra delta 
de Widrow-Hoff para o treinamento de W é dada por: 
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onde y(k) é a saída desejada no instante k, e α é o 
coeficiente de aprendizado. A aplicação da equação (6) 
modifica W para reduzir a diferença entre a saída 
desejada e a saída atual da RN-GMDH, usualmente 
projetado com valor no intervalo [0,1; 1,0]. O método 
utilizado na identificação do sistema tem os seguintes 
passos [20]: 
 
(i) normalizar os dados e eliminar as componentes DC 
estacionários. Os dados de entrada(s) e/ou saída(s) são 
processados, antes do treinamento pelas seguintes 
equações [22]: 
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onde u(k) e y(k), k=1..N, são os pares de entrada e saída 
das N amostras coletadas, u  e y  são a média de u(k) e 
y(k), k=1..N, e σu e σy  são o desvio padrão de u(k) e 
y(k), k=1..N. No caso particular do circuito de Chua 
analisou-se apenas as saídas y(k); 
 
(ii) escolher as entradas externas para a RN-GMDH. No 
caso, m entradas passadas u(k), u(k-1),..., u(k-m), e n 
saídas passadas y(k-1), y(k-2),..., y(k-n) são utilizadas; 

 
(iii) separar os dados experimentais em três conjuntos, 
ou seja, conjunto de treinamento (fase de estimação), de 
seleção e de testes; 

 
(iv) criar uma camada de N-Adalines baseado no 
número de entradas, onde cada par de entrada produz 
uma N-Adaline; 

 
(v) iniciar os pesos dos PEs provisórios (N-Adalines) 
para zero; 

 
(vi) calcular os erros de saída dos PEs e modificar seus 
pesos, baseado na equação do erro médio quadrático 
(MSE): 
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(vii) introduzir a RN-GMDH os dados do conjunto de 
seleção (fase de seleção); 
 
(viii) o menor MSE obtido ao longo de todos os PEs 
durante o processo de seleção são armazenados e 
utilizados como um critério de parada do treinamento de 
toda a RN-GMDH. Assumindo-se que o menor MSE 
para a camada corrente é menor que o MSE armazenado 
para a camada anterior, um nova camada é gerada, onde 
o tamanho desta camada é determinado pelo número de 
PEs selecionados. Os procedimentos de seleção e 
treinamento são repetidos para esta nova camada; 
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(ix) testar o desempenho da RN-GMDH treinada com 
um conjunto de dados de teste (fase de validação). 
 
4. Resultados de simulação 

 
Os dados utilizados na fase de estimação (estimação 

dos parâmetros do modelo matemático) são constituídos 
das amostras 1 a 1000, fase de seleção das amostras 
1001 a 1500, enquanto as amostras 1501 a 2000 são 
utilizados na fase de validação. Na fase de validação, o 
modelo configurado na fase de estimação e seleção é 
mantido constante e são efetivados testes para concluir-
se sobre o quão genérico é o modelo matemático obtido 
para o circuito de Chua.  

Em relação a fase de estimação (e também a de 
seleção) para identificação do comportamento do 
circuito de Chua através da RN-GMDH é utilizado um 
modelo série-paralelo com duas entradas {y(k), y(k-1)} 
e uma saída {y(k+1)}. Na fase de validação foi usado 
um modelo paralelo com duas entradas {y(k), )k(ŷ 1− } 
e uma saída { }, onde  é a saída do 
processo estimada pela RN-GMDH.  

)k(ŷ 1+ )k(ŷ

Os modelos usados na identificação usando RN-
GMDH distinguem-se pelo tipo de entrada utilizada. No 
modelo série-paralelo, as saídas do sistema a ser 
identificado são utilizadas como entradas para a RN-
GMDH, enquanto no modelo paralelo, as saídas da RN-
GMDH são utilizadas como entrada para a própria RN-
GMDH com os devidos atrasos inseridos [23]-[24]. 

Os resultados obtidos são apresentados nas figuras 7 
e 8. 5. O erro máximo obtido por esta configuração de 
RN-GMDH foi -6,4166, isto é, um erro máximo de 8% 
(ver figura 8). Nota-se que os resultados da 
identificação do comportamento dinâmico do circuito 
de Chua são promissores usando uma RN-GMDH. 
Neste contexto, foram selecionados na fase de seleção 8 
PEs para a RN-GMDH em 150 épocas de treinamento. 
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Figura 7: Melhor resultado da identificação do circuito 

de Chua usando RN-GMDH. 
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Figura 8: Erro de cada amostra na identificação do 

circuito de Chua usando RN-GMDH. 
 

5. Conclusão 
 
Nos últimos anos, existe um ressurgimento de 

interesse no desenvolvimento de estratégias de 
identificação não-linear e previsão de comportamento 
dinâmico de sistemas caóticos. Este interesse é 
motivado por diversos fatores, tais como: (i) avanços da 
teoria de sistemas não-lineares, ocasionando 
metodologias de projeto aplicáveis a uma extensão de 
problemas de controle não-linear; (ii) desenvolvimento 
de métodos de identificação eficazes para o tratamento 
de modelos não-lineares empíricos; (iii) 
desenvolvimento continuado das capacidades de 
software e hardware, tornando possível a incorporação 
de modelos não-lineares complexos aos sistemas de 
controle de sistemas. 

O comportamento dos sistemas caóticos pode 
apresentar grande sensibilidade em relação as condições 
iniciais a que estão sujeitos. Apesar de, em termos 
determinísticos, ser uma tarefa difícil descrever o 
comportamento de um sistema caótico, em termos 
probabilísticos esta situação pode ser tratada e alguns 
paradigmas têm sido apresentados na literatura para esta 
finalidade. O comportamento de um sistema caótico 
pode ser avaliado através da configuração de 
metodologias de modelagem e identificação não-
lineares. As metodologias que podem ser utilizadas 
incluem os sistemas nebulosos, algoritmos de mínimos 
quadrados ortogonal, métodos de otimização não-linear, 
redes neurais, algoritmos genéticos, entre outras 
diversas abordagens emergentes.  

O estudo de caso deste artigo visou a identificação 
não-linear e validação do comportamento dinâmico de 
um circuito de Chua usando uma rede neural GMDH. 
Neste artigo, a RN-GMDH baseada em Adalines para a 
identificação do circuito de Chua foi apresentada e a 
metodologia apresentou resultados com boa precisão 
quanto a aproximação do comportamento dinâmico do 
circuito de Chua.  

Os resultados preliminares apresentados, neste 
artigo, mostraram que a RN-GMDH pode ser uma 
ferramenta poderosa para previsão de séries temporais e 
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para o estudos de sistemas com comportamento 
complexo ou caótico.  

A dinâmica do circuito de Chua é bastante sensível a 
mudanças nas condições iniciais. No entanto, a RN- 
GMDH demonstrou que pode ser útil para aprender e se 
adaptar as não-linearidades presentes na dinâmica do 
circuito de Chua e também demonstrou pelos resultados 
ser uma metodologia competitiva com outras 
abordagens de identificação não-linear presentes na 
literatura. Entretanto, necessita-se de estudos 
aprofundados em trabalhos futuros quanto aos aspectos 
de otimização do projeto de RN-GMDH. Neste contexto 
deseja-se utilizar procedimentos de otimização com 
múltiplos objetivos para obtenção de um melhor 
compromisso entre a generalização e o aprendizado da 
RN-GMDH visando-se aplicações de identificação 
multivariável e não-linear, estas comumente presentes 
no mercado financeiro e em processos químicos.  
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