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Abstract

Neural processing is applied to a particle discrimi-
nator problemin a high-energy experimental physicsen-
vironment. Using the energy deposition profile for inco-
ming particlesprovidedbyan energymeasurement detec-
tor with high granularity (a calorimeter), a two-layered
neural network discriminator is trained on experimental
data to identify electrons, pions and muons. During the
training phase, the neural network discriminator is able
to identify impurities in the original data sample, and
classical physicsmethodsdo validatesuch outsider iden-
tification. After removing these impurities from the data
sample, the neural network was retrained and was able
to identify electrons, pions and muons with efficiencies
of 100%, 99% and 100%, respectively. The discrimina-
tor may be implemented on fast digital signal processor
technology for on-lineoperation.

1 Int rodução

De forma a pesquisar a estrutura da matéria, fı́sicos,
informáticose engenheirosvêm trabalhando em diversos
projetosdecolisionadoresdepartı́culasdealtasenergias.
Entreestesprojetosestá o LHC - LargeHadron Collider,
que está sendo desenvolvido no CERN, Laboratório Eu-
ropeu para aFı́sica de Partı́culas. Este projeto, que deve
entrar em funcionamento em 2005, consiste de um gran-
de acelerador de partı́culas, que produz a colisão entre
nuvens de prótrons (� 10

11 prótons em cada nuvem) a
cada 25 nanossegundos. Complexosdetectores são posi-
cionadosao redor dospontosdecolisão, visando recolher
informaçõessobreossubprodutosgeradospelascolisões.
Um destesdetectoreséo ATLAS, um aparato deformato
toroidal formado por váriascamadasdedetectores [1].

Umainformação fundamental aser obtidano ambien-
te do LHC é a energia das partı́culas incidentes. Visan-
do realizar estamedida, o ATLASpossui oscalorı́metros
eletromagnético e hadrônico. Os calorı́metrossão detec-
tores que medem, com grande precisão, a energia das
partı́culas que neles penetram [2]. Eles são capazes de
fornecer uma informação detalhadasobrea deposição de
energia de uma dada partı́cula, a partir da absorção total
destaenergiaem suaestruturaepelaamostragem, através
de um número elevado de canais de leitura, do sinal de
energia que está sendo absorvido. Os calorı́metros são,

Figura1: Barril e asextensõesdo barril.

então, detectores tipicamente segmentados e de elevada
granularidade.

Para que a performance do calorı́metro seja oti-
mizada, temos calorı́metros especializados na detecção
de partı́culas eletromagnéticas (elétrons, por exemplo),
bem como calorı́metrosespecializados em partı́culas ha-
drônicas (prótons, pı́ons, por exemplo). No LHC, a
medição precisa das interações hadrônicas é importante
e, para isto, o calorı́metro hadrônico deveráfornecer uma
informação dealta qualidade.

Além da medição detalhada do perfil de energia, os
calorı́metros podem também fornecer informações pre-
ciosas sobre o tipo de partı́cula que com eles interagem,
umavez quetal perfil deenergiaédependentedaclassea
queapartı́culaincidentepertence. Assim, asinformações
provindasde um calorı́metro podem discriminar elétrons
de pı́ons, por exemplo [3]. Também, devido à rápida res-
posta que caracteriza os calorı́metros, estes podem ser
utilizados em sistemas online de validação de eventos
fı́sicos, os chamados sistemas de trigger [4]. Em expe-
rimentosdealta taxade eventos, como é o caso do LHC,
ossitemasde trigger são essenciaisparaa eliminação do
enorme ruı́do de fundo que mascara os eventos de inte-
resse parao experimento.

Este artigo descreve o projeto de um discriminador
neural de partı́culas para uma fatia do calorı́metro ha-
drônico a ser utilizado no LHC. Este calorı́metro Ex-
tended Barrel Tilecal se encontra na extensão da parte
central cilı́ndrica (conhecida como barril, e formada por
64 módulos) do detector hadrônico do ATLAS, o Tilecal
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Figura 2: Um módulo do calorı́metro hadrônico com o
sistema ótico de leituraem destaque.

(veja a Figura 1). Dois conjuntos de módulos formam
as extensões do barril aqui referidas, tendo cada uma 64
módulos. Formado por camadas de ferro, entre as quais
se colocam telhas de material cintilante, o Tilecal, tanto
na sua área do barril, quanto na sua área estendida, tem
mostrado um excelente desempenho em testes experi-
mentaisem feixedepartı́culasrealizadosno CERN[5, 6].
A utilização das redes neurais nesta aplicação apresenta
umaduplafinalidade:

1. discriminação entre diferentes tipos de partı́culas,
incluindo elétrons, pı́ons e múons, para diferentes
nı́veisdeenergia;

2. identificação de contaminação no feixe experimen-
tal de partı́culas; tipicamente, múons no feixe de
pı́ons e pı́ons e múons no feixe de elétrons. Esta
contaminação que se apresenta apesar da alta quali-
dadedo feixedepartı́culasutilizado tendeadeterio-
rar artificialmente aperformancede discriminação.

Na próxima seção descreveremos as caracterı́sticas
própriasdo calorı́metro em estudo, bem como algunsde-
talhes sobre a configuração experimental adotada para a
aquisição dosdados, easevidênciasdecontaminação dos
feixesexperimentaisdepartı́culas. NaSeção 3, analisare-
mosa estruturada redeneural utilizada bem como os re-
sultadosobtidos, tantonadeterminação decontaminação,
bem como na eficiência de discriminação alcançada
quando descartamos os eventos de contaminação. Por
último apresentamosasconclusõesdo trabalho.

2 O Calor ı́metro

O calorı́metro Extended Barrel (EB), vem sendo de-
senvolvido para complementar as informações da parte
central do calorı́metro Tilecal. Este tipo de calorı́metro é
constituı́do de camadas de material pesado, no caso fer-
ro, que serve de barreira para as partı́culas que intera-
gem com o calorı́metro, fazendocomque aenergiadestas
partı́culas seja completamente absorvida no seu interior.
Desta forma, quando a partı́cula penetra no calorı́metro,

Figura3: Célulasdaextensão do barril.

ela sofre um processo de decaimento, o qual resulta na
produção de outras partı́culas de menor energia. Isto vai
ocorrendoatéque aenergiadapartı́culaincidentesejato-
talmenteabsorvidanaestruturado calorı́metro. Estepro-
cesso forma uma cascata de partı́culas no interior do ca-
lorı́metro, aqual écaracterı́sticaespećıficadecadaclasse
departı́culasqueatingeo detector.

Para se obter uma amostragem da energia que está
sendo despositada no calorı́metro, entre as camadas de
material pesado são dispostas telhas de material cintilan-
te, as quais emitem luz quando são excitadaspela passa-
gem das partı́culas durante a produção de uma dada cas-
cata. O sinal de luz assim gerado é transportado por meio
de fibras óticas que se encontram acopladas às telhas em
duas das suas laterais (veja a Figura 2). Por fim, o sinal
luminoso éconvertidoem sinal elétrico atravésdeum de-
tector de luz, um tubo fotomultiplicador [5]. Tais sinais
elétricosapresentamumainformação decargaproporcio-
nal à energiaoriginal dapartı́cula incidente, a qual é lida
por meio de um sistema de conversão analógica-digital
decarga.

Para que se tenha acesso aos detalhes intrı́nsecos de
cada cascata produzida no interior do Tilecal, este ca-
lorı́metro se encontra segmentado em células de leitura.
NaFigura3, pode-seobservar como estão dispostasestas
células no calorı́metro. Temos no sentido longitudinal 3
camadas de células compostas de 5 células na primeira
camada, 6 na segunda e 3 na terceira. Como cada uma
destas células produz dois canais de leitura (através das
fibras óticas acopladas em suas laterais), um total de 28
canaisde leiturasão gerados.

A Figura4 nosmostrao arranjo experimental utiliza-
do para a coleta dos dados que iremos utilizar. Foram
construı́dos dois módulos representantes desta técnica,
produzindo-se, então, um total de 56 sinais de energia
para cada evento registrado. Estes módulossão vistos na
partecentral do arranjo mostradanafigura4.

Como estes doismódulossão relativamenteestreitos,
partedacascata geradapela interação dapartı́culacom o
detector tende a escapar do detector, simplesmente pela
ausência de matéria. Este efeito é conhecido como vaza-
mento deenergia. Paracompensar estevazamento, foram
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Figura4: Montagem do Experimento.

dispostos cinco módulos de um protótipo anterior deste
tipo de calorı́metro a volta dos dois módulos do Exten-
ded Barrel, dois acima e três abaixo. Cada um destes
módulospossui quatro camadas longitudinaiscom cinco
células radiaiscada uma, com a mesmadupla leituraque
caracteriza o protótipo EB. Assim, estes 5 módulos for-
necem 200 sinaisadicionaispor evento.

Osdadosbrutosadquiridospelo sistemadeaquisição
de dados devem sofrer uma análise offline para remo-
ver eventos considerados inválidos. Os cortes que são
tipicamente realizados nesta análise são feitos de for-
ma clássica, através de histogramas de variáveis produ-
zidas por detectores auxiliares (contadores de cintilação
e câmaras de fios com alta resolução de posição) que se
encontram na linha de feixe. Assim, rejeitam-se even-
tos referentes a raios cósmicos e eventos para os quais o
ponto de impacto no detector se encontra fora de limi-
tes toleráveis. Tipicamente, o feixe de partı́culas tem 4
milı́metros de dispersão e este é ovalor máximo de dis-
persão admitidaparaoseventosaserem registrados. Esta
limpeza offline dos dados experimentais tipicamente re-
duz em 30 a40% o volumededadosadquirido.

No caso das partı́culas estudadas neste trabalho
(elétrons, pı́ons e múons) há uma natural produção de
múons nos feixes experimentais de pı́ons e de elétrons.
Entretanto, esta contaminação é facilmente eliminada
(pelo menos para valores de energia do feixe superiores
a 80 GeV), pois os múons depositam muito pouca ener-
gia nos calorı́metros, ao contrário dos pı́ons e elétrons.
Desta forma, eventosquetenham depositado poucaener-
gia no detector são rejeitados por serem associados com
múons. Adicionalmente, parao feixedeelétrons, além da
contaminação por múons, aindaexisteumacontaminação
relativamenteelevadapor pı́ons. Como anossaaplicação
baseadaem redesneuraiscompreendeumafasedetreino
supervisionado, estacontaminação representaum grau de
dificuldade a mais para o projeto do classificador neural.
Veremos, entretanto, que o sistema neural consegue ob-
servar a presença desta contaminação, deslocando ligei-

Figura5: Sáıdasdaredeneural parao conjunto contami-
nado por impurezasno feixedepartı́culas.

ramente o valor alvo desejado para pı́ons em direção ao
valor alvo desejado para elétrons. Podemos então parar
o procedimento de treino, retirar a contaminação assim
encontrada, e reiniciar a fase de treino do discriminador
departı́culascom baseno novo conjunto de treino, agora
refinado.

3 O Discriminador Neural

O discriminador neural foi gerado através do uso do
pacote de rotinas JetNet-2.0 [7]. A rede foi estruturada
com 256 nós de entrada (total dos canais de leitura do
arranjo experimental), 20 nós na camada intermediária e
3 nós na camada de sáıda. Cada nó da camada de sáıda
foi associado a uma classe de partı́culas. O método utili-
zado parao treinamento supervisionado foi o backpropa-
gation, usando-sea tangentehiperbólicacomo função de
ativação. Osalvosforamestipuladoscomosendo1 parao
nó correspondenteaclassedapartı́culae-1 paraosoutros
dois nós. Assim, por exemplo, o neurônio de sáıda assi-
nalado paraaclassedoselétronsrecebecomo alvo 1eos
relativosa pı́onse múonsrecebem como alvo -1, quando
estiver sendo treinada a rede com um evento de elétron.
A decisão sobre a classe de uma dada partı́cula que es-
teja sendo apresentada à rede neural é obtida através da
identificação do nó de sáıda com maior probabilidade, o
quedefinea classe vencedora.

Os dados experimentais que compõem os conjun-
tos de treinamento e teste cobrem a faixa de 20 a 100
GeV. Conforme anteriormente mencionado, sabe-se que
há contaminação de pı́ons e múons (maior nos feixes de
menor energia) no feixe de elétrons e múons no feixe de
pı́ons. Por outro lado, eventosespecificamentede múons
também são coletadosparaanálise.

Durante a fase de treino para estes dados experimen-
tais (metadedo total, com o restantecompondoo conjun-
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Figura 6: Correlação entre as sáıdas de elétrons e pı́ons
paraum conjunto deelétronscontaminado.

to de teste), a eficiência de acerto para elétrons estacio-
na em torno dos 73%, enquanto que os valoresalvo para
pı́onsnão são atingidosnem na sáıda de elétronsnem na
depı́ons.

A Figura 5 nos permite visualizar o que ocorrena fa-
se de treinamento. Nesta figura, podemos ver cada uma
das sáıdas da rede neural, sendo que a primeira coluna
está associada ao nó que identifica elétrons, a seguinte
pı́ons e a última múons. Os histogramas de cada coluna
mostram as sáıdas da rede para cada conjunto de dados.
Assim, temos elétrons na primeira linha desta matriz de
histogramas, pı́onsnasegundae múonsna terceira linha.
Desta forma, o primeiro quadro no alto a esquerda apre-
sentao histogramadasáıdadeelétronsparao conjuntode
elétrons, o segundo ao seu lado apresentaasáıdadepı́ons
para o mesmo conjunto de elétrons, e assim por diante.
Podemos ver que a distribuição no conjunto de elétrons
para as sáıdas tanto de elétrons como de pı́ons apresen-
ta uma estrutura bimodal. Temos na sáıda de elétrons
umagrandequantidadedeeventoscom valorespróximos
ao seu valor alvo 1 (ou seja, considerados por esta sáıda
como sendo elétrons) e uma certa quantidade de eventos
com valores próximosa -1 (ou seja, sendo rejeitados co-
mo elétrons). Por outro lado, nasáıdaassociadaaospı́ons
temosumasituação simetricamenteoposta, muitoseven-
tos tendo valorespróximosde -1 (sendo rejeitadoscomo
pı́onspor estasáıda) ealgunseventospróximosdeseu va-
lor alvo 1 (sendo consideradospı́onsportanto). Podemos
também observar que asáıdadeelétronseadepı́onspara
o conjunto depı́ons(segundalinha) não atingeosvalores
alvo de -1 paraa sáıdade elétronsede 1 paraa depı́ons,
conformese desejaria.

A Figura 6 mostra a correlação entre a sáıda de
elétronse adepı́onsparao conjunto original deelétrons.
Podemos ver que os eventos que são firmemente rejei-
tados como elétrons pela sáıda de elétrons são aqueles
plenamente aceitos como pı́ons pela sáıda de pı́ons. Po-
demos então, baseados nesta figura, definir um ponto
de corte a partir do qual consideraremos os eventos co-
mo sendo pı́ons que estão contaminando o conjunto de
elétrons. No caso espećıfico do conjunto destafigura, po-

Figura 7: Sáıdas da rede neural para os dados desconta-
minados.

demosconsiderar como elétrons todososeventosque le-
varam a sáıda de elétrons a valores maiores do que 0,2
e, ao mesmo tempo, a sáıda de pı́ons da rede a valo-
res menores do que 0,1, considerando todo o resto co-
mo contaminação. Note-se que a sáıda de múons não é
senśıvel a esta contaminação.

Definido o cortequevalidaoseventos, podemosreti-
rar de nossa amostra experimental os eventos que foram
falsamenteconsideradoscomo elétronseefetuar o retrei-
no da redeneural. Ao fim do treinamento, obtém-seuma
eficiência de classificação de 100% para elétrons, 99%
para pı́ons e 100% para múons, no caso de estarmos li-
dando com feixes de partı́culas de 100 GeV de energia.
Podemos ver na Figura 7 o resultado final obtido. Nesta
figura podemosver que apenas os histogramasdispostos
na diagonal principal da figura têm eventos com valores
em torno de 1, enquanto que todos os demais apresen-
tam eventospróximosdovalor -1, indicandoasituação de
classificação desejada, ondeapenaso neurônio relativo a
classe do evento queestá sendo apresentado à entradado
discriminador é ativado.

Podemos verificar o acerto na identificação de impu-
rezas feita pela rede neural através do conhecimento de
certascaracterı́sticasfı́sicasdadeposição deenergiapara
as diferentes partı́culas no calorı́metro. Este é ométodo
usado classicamente para a identificação destas impure-
zas. Um fato que pode ser explorado é a percentagem
deenergiadepositadanaprimeiracamadado calorı́metro
hadrônico [2]. Normalmente, elétronsdepositam amaior
parte de sua energia na primeira camada, ao contrário
dos pı́ons que tendem a depositar uma maior fração de
sua energia nas camadas adiante. A Figura 8 mostra a
percentagem de deposição de energia nesta primeira ca-
mada do detector contra a sáıda de elétrons da nossa re-
de neural, quando se considera os eventos originais de
elétrons. Vemosentão claramente, queeventosquedepo-
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Figura 8: Correlação da sáıda de elétrons com a fração
da energia depositada na primeira camada do detector
(método clássico), para eventos do conjunto original de
elétrons.

Energia Contaminação

20 GeV 8%
50 GeV 20%
80 GeV 26%

100 GeV 27%

Tabela 1: Nı́veis de contaminação para diferentes níveis
deenergiasdo feixe.

sitaram muitaenergia(maisde19%) naprimeiracamada
foram declaradoselétronspelasáıdadeelétrons(que, pe-
la correlação daFigura6, sabemosquesão eventosrejei-
tadospelasáıdadepı́ons) poisobtiveram valoresmaiores
do que 0,2 nesta sáıda de elétrons. Enquanto os restan-
tes, quedepositaram umapequenaparceladesuaenergia
na primeira camada, foram rejeitados como elétrons (e
conseqüentemente aceitos como pı́ons, como demonstra
a Figura 6) pela rede neural. A estrutura bimodal da fi-
gura por si só já esclarece que temos dois conjuntos de
dados assumidos errôneamente a prićıpio como parte de
um mesmo conjunto.

Uma vez que temos uma rede já treinada em conjun-
tos de treinamento livres de impurezas, podemos avaliar
se esta rede é capaz de generalizar o seu comportamento
para identificar as impurezas que antes contaminavam o
conjunto de elétrons. A Figura 9 mostra o desempenho
daredeparaosconjuntosoriginaisdedados, evidencian-
do a sua capacidade de identificar a contaminação. Há,
na sáıda de elétrons, um conjunto maior de eventos em
valores bem próximos de 1, que é o nosso conjunto de
elétrons. Temos também um outro pico menor que o an-
terior e que se encontra bastante próximo de -1, que é o
conjunto de pı́onsquecontaminao nosso conjunto origi-
nal de elétrons. Estas afirmativas têm perfeitacorrelação
com os resultadosobtidospara pı́ons. Desta forma, além
do método clássico paraeliminação de impurezas, temos
também agora, um método neural eficiêntenaeliminação
de impurezase confirmação deste resultado.

Estes procedimentos foram realizados para vários

Figura 9: Sáıdas da rede neural retreinada para os dados
contaminados.

Energia elétrons pı́ons múons

20 GeV 100% 98% 100%
50 GeV 99% 99% 99%
80 GeV 100% 99% 100%

100 GeV 100% 99% 100%

Tabela 2: Eficiências obtidas nos conjuntos de teste
após o retreino da rede neural com eventos livres de
contaminação.

valores de energia do feixe de partı́culas, visando a
obtenção de redes que pudessem cobrir as diferentes fai-
xas de energia utilizadas experimentalmente. Na Tabela
1, indicamososnı́veisdecontaminação encontradospara
os conjuntos de elétrons para cada energia. Verificamos
que obtemos um aumento do nı́vel de contaminação em
maioresenergias.

A Tabela 2 apresenta as eficiências de teste obtidas
paraelétrons, pı́onsemúonsapóso retreino daredeneu-
ral para cada uma das energias consideradas. Pode-se
notar o alto nı́vel nas eficiências de discriminação ob-
tidas do discriminador neural. É interessante chamar a
atenção para os dados de 20 GeV. Os resultados obti-
dos para esta energia são similares aos demais de maior
energia. Entretanto, nesta faixa de energia, os métodos
clássicoscomeçam ase tornar cadavez menoseficiêntes,
já que as frações de energia depositadas para cada ca-
mada do detector vão se tornando cada vez menos dis-
tiguı́veis para as diferentes partı́culas. As redes neurais,
por seu turno, conseguem manter asuaelevadacapacida-
dedediscriminação daspartı́culasdeformapraticamente
independentedaenergiado feixe incidente.
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4 Conclusões

Discutimos neste trabalho o desenvolvimento de um
método baseado na aplicação de redes neurais para se
obter um classificador de partı́culas para um detector da
fı́sicadealtasenergias, o calorı́metro hadrônico detelhas
cintilantes.

Apesar da contaminação inerente aos processos
fı́sicos que produzem o feixe experimental de partı́culas,
as redes neurais conseguem identificar a contaminação
dos dados durante a fase de treinamento. Após a
purificação da amostra estatı́stica com o método neural,
o classificador neural é retreinado, atingindo eficiências
médias de 100%, 99 % e 100% para elétrons, pı́ons
e múons, respectivamente. Mostramos também que a
análise clássica baseada no processo fı́sico de deposição
de energia no calorı́metro comprova os resultados da
descontaminação obtidapelo método neural.

De modo a implementarmos um sistema online de
discriminação, para rejeitar durante a aquisição de da-
dososeventosdecontaminação e, assim, tornar maisefi-
ciênte a recolha dos dados experimentais, a tecnologia
dos processadoresdigitais de sinais (DSPs - Digital Sig-
nal Processors) está sendo considerada. Uma vez que as
redes neurais envolvem um número significativo de pro-
dutos internos, elas são facilmente implementáveisnesta
tecnologia.

Paraesta implementação oADSP-21060 [8] vem sen-
do utilizado. Este DSP de 32 bits e ponto flutuante é ca-
paz de realizar umaoperação deproduto interno em ape-
nasum ciclo de relógio, ou seja, 25 nanosegundos. Estas
caracterı́sticas o tornam uma opção atraente para desen-
volver um classificador capaz de operar de forma onli-
ne na maioria das condições experimentaisdos feixes de
partı́culas em uso na área da fı́sica experimental de altas
energias. Esta implementação se encontra em desenvol-
vimento.
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